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SISTEMAS

ASESOR:
Dr. Rony Villafuerte Serna

CUSCO - PERÚ
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Resumen

La mineŕıa es un sector que busca constantemente implementar nuevas tecnoloǵıas
para enfrentar diversos desaf́ıos como: el impacto ambiental, escasez de agua, aumento de
los costos de operación, seguridad laboral, etc. Para abordar estos problemas se debe poner
especial énfasis en la modernización del área de mantenimiento que a pesar del auge de
la Inteligencia Artificial en diferentes industrias este campo es relativamente nuevo en esta
área. La presente investigación se centra en aplicarMachineLearning a la técnica de Análisis
Tribológico para optimizar el Mantenimiento Preventivo Basado en Condición de los motores
de palas hidráulicas de una operación minera. El Análisis Tribológico es una de las técnicas
más comunes y utilizadas en mantenimiento pues el aceite es un componente clave en el
funcionamiento de muchos equipos. El aceite lubrica las partes móviles, reduce la fricción, el
desgaste, y ayuda a disipar el calor generado durante el funcionamiento. Con el tiempo, el
aceite se degrada y se contamina con part́ıculas de desgaste, agua y otros contaminantes, lo
que puede afectar el rendimiento y la vida útil del equipo.
El análisis de aceite permite detectar estos problemas antes de que se produzcan fallas
costosas y tomar medidas preventivas para mantener el equipo en buen estado. Además, el
análisis de aceite puede proporcionar información valiosa sobre la salud general del equipo,
lo que puede ayudar al personal de mantenimiento a tomar decisiones informadas sobre
la planificación y programación de tareas de mantenimiento preventivo. El problema se da
cuando todos estos beneficios se ven disminuidos debido al proceso de Análisis Tribológico,
pues al ser tedioso y ajustado a la interpretación de los ingenieros de mantenimiento tiende
a tener grandes márgenes de error. Por ello se propone utilizar MachineLearning en esta
tarea. El MachineLearning puede ayudar en el Análisis Tribológico al proporcionar una
forma automatizada de identificar patrones, anomaĺıas en los datos y realizar un análisis más
preciso y eficiente de los datos, lo que permitirá una detección más temprana de problemas
de mantenimiento y una mayor fiabilidad del equipo. Con este propósito se evaluará el
desempeño de múltiples algoritmos de MachineLearning para obtener un modelo capaz de
hallar anomaĺıas, un modelo clasificador de la condición de muestras de aceite, un modelo
predictor de parámetros de muestras de aceite.

Palabras clave: Mantenimiento Predictivo, Análisis tribológico, Machine learning.
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Abstract

Mining is a sector that is constantly seeking to implement new technologies to ad-
dress various challenges such as: environmental impact, water scarcity, increased operating
costs, labor safety, etc. To address these problems, special emphasis should be placed on the
modernization of the maintenance area that despite the boom of Artificial Intelligence in
different industries this field is relatively new in this area. The present research focuses on
applying Machine Learning to the technique of Tribological Analysis to optimize Condition
Based Preventive Maintenance of hydraulic shovel motors in a mining operation. Tribological
Analysis is one of the most common and widely used techniques in maintenance as oil is a
key component in the operation of many equipment. Oil lubricates moving parts, reduces
friction and wear, and helps dissipate heat generated during operation. Over time, oil de-
grades and becomes contaminated with wear particles, water and other contaminants, which
can affect the performance and life of the equipment. Oil analysis allows you to detect these
problems before costly failures occur and take preventative measures to keep your equipment
in good condition. In addition, oil analysis can provide valuable information about the ove-
rall health of the equipment, which can help maintenance personnel make informed decisions
about planning and scheduling preventive maintenance tasks. The problem occurs when all
these benefits are diminished due to the process of Tribological Analysis, as it is tedious and
adjusted to the interpretation of maintenance engineers it tends to have large margins of
error. Therefore, it is proposed to use machine learning in this task. Machine learning can
help in Tribological Analysis by providing an automated way to identify patterns, anomalies
in the data and perform a more accurate and efficient analysis of the data, which will allow
an earlier detection of maintenance problems and greater reliability of the equipment. For
this purpose, the performance of multiple machine learning algorithms will be evaluated to
obtain a model capable of classifying the condition of an oil sample, a predictive model of
oil sample parameters and finally a model that determines the lifetime of CAT 6060 FS
hydraulic shovel engines. Predictive maintenance, Tribological analysis, Machine learning.
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Introducción

En el transcurso de los últimos años la inteligencia artificial ha ido ganando espacio
en diversas áreas, y en la industria minera esa realidad no seŕıa diferente. Este documento
presenta un análisis comparativo de diferentes técnicas de machinelearning aplicado al ana-
lisis tribologico de motores de equipos mécanicos. Los enfoque basados en machinelearning
se consideran prometedores para aumentar la seguridad y optimización en los tiempos de
mantenimiento preventivo frente a fallas, de ese modo prolongar la vida útil de los equipos
minero, para ello es vital el análisis de aceite. El análisis de aceite en la operación minera
de la que se obtuvieron los datos, es una técnica de Monitoreo de Condición, cada 5 d́ıas
se recolectan muestras de los motores se analizan en un laboratorio y luego se analizan los
resultados. Analizar los datos de manera tradicional y solo con métodos estad́ısticos simples
implica: Primero, invertir tiempo en analizar muestras catalogadas como ’Anómalas’ pero
que en el análisis realizado por los ingenieros de confiabilidad se etiquetan como ’Norma-
les’(falsos positivos). Segundo, errores en la detección de fallas potenciales(hay 1100 horas
de paradas no programadas desde 2014) Tercero, las interrupciones subjetivas de los res-
ponsables del análisis conllevan a errores significativos y paradas no programadas de los
equipos. Para resolver estos problemas en el presente proyecto se analizan los resultados im-
plementando machine learning, esta metodologia promete automatizar y refinar este análisis,
permitiendo detecciones más precisas y tempranas de falencias potenciales, incrementando
aśı la confiabilidad del equipo. Se evaluaran varios algoritmos de Machine Learning para de-
sarrollar un modelos detector de anomaĺıas de muestras de aceite, y un modelo clasificador
de la condición del componente según su muestra de aceite.

Se planteó y desarrolló un flujo de modelos para el procesamiento de los datos reco-
pilados de la base de datos de muestras de aceite de motores, tomadas de palas hidráulicas
CAT 6060 FS:

Modelo 1: Detección de anomaĺıas El primer modelo consta de las etapas de
preprocesamiento para la limpieza de datos no relevantes, manejo de datos faltantes usando
imputación por KNN sobre los datos, selección de caracteŕısticas de acuerdo con la teoŕıa
tribológica se selecciona los parámetros más relevantes, manejo de datos at́ıpicos comparando
métodos estad́ısticos de Rango intercuart́ılico y el KNN, normalización de limites siguiendo
la norma ASTM D7720 y el etiquetado mediante la covarianza robusta.
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Modelo 2: Clasificación de condición de la muestra El segundo modelo consta
de las etapas de etiquetado de condición donde basado en la detección de anomaĺıas del primer
modelo, se asigna una etiqueta entre cŕıtico, seguimiento y normal basado en la revisión de
datos y el historial de etiquetado manual previo. Luego, la selección de caracteŕısticas y la
selección de modelos.

Se hace una descripción de cada uno de los caṕıtulos que contiene la tesis de modo
que se describe lo que se encontró dentro. El presente proyecto se divide en cuatro caṕıtulos.

Caṕıtulo 1: Aspectos Generales En este caṕıtulo se introduce el problema de
estudio relacionado con el análisis de aceite en el mantenimiento de equipos, además se plan-
tea el problema de investigación y se formulan las preguntas que se intentarán responder.Se
presentan los objetivos generales y espećıficos de la investigación y se justifica la relevancia
y pertinencia del estudio en el contexto actual.

Caṕıtulo 2: Marco Teórico En esta capitulo se hace un breve resumen de la teoŕıa
de Monitoreo de Condición, análisis de aceite en motores, implicaciones de los diferentes
parámetros en el análisis de aceite en los motores y tipos de fallas sintomáticas. Además se
realiza una revisión de los antecedentes e investigaciones nacionales e internacionales rela-
cionadas con el análisis de aceite y su aplicación en el mantenimiento incluyendo las bases
teóricas y conceptuales necesarias para comprender el enfoque de la investigación además se
detalla la revisión de la literatura existente sobre los modelos de machinelearning utilizados
en el análisis de aceite.

Caṕıtulo 3: Desarrollo En este capitulo se describe la metodoloǵıa utilizada en el
estudio, incluye: la recopilación de datos, el preprocesamiento , selección de variables, selec-
ción de modelos, selección de métricas de evaluación, selección de métodos explicativos. Se
explica de manera detallada la aplicación de las técnicas utilizadas para el entrenamiento,
validación, evaluación y explicación de los modelos.

En el Caṕıtulo 4: Análisis y Discusión de Resultados Se presentan los resul-
tados obtenidos a partir de la aplicación de los modelos de machinelearning analizando e
interpretando los resultados y comparándolos con los objetivos planteados para discutir los
hallazgos y su relevancia en el contexto. Finalmente se identifican posibles limitaciones y se
plantean áreas para futuras investigaciones.
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Índice de tablas
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Caṕıtulo 1

Aspectos Generales

1.1. Planteamiento del Problema

1.1.1. Descripción del problema

En la industria minera, la disponibilidad de los equipos de cargúıo y acarreo utili-
zados en minas en los procesos de extracción, transporte y procesamiento del mineral es
esencial para asegurar la productividad, rentabilidad y la seguridad de la operación. La falta
de disponibilidad de equipos puede causar retrasos en la producción y, en última instancia,
afectar negativamente los resultados financieros de la empresa. Además, la falta de dispo-
nibilidad del equipo también puede llevar a un aumento de los costos de mantenimiento,
ya que los equipos que están en uso constante pueden tener un mayor desgaste y reque-
rir reparaciones y reemplazos más frecuentes. Por otro lado, la disponibilidad del equipo
también es importante para garantizar la seguridad de la operación. Los equipos que no
están en buenas condiciones pueden presentar riesgos de seguridad para los trabajadores y
pueden causar accidentes en el lugar de trabajo. Para lograr alcanzar la mayor disponibi-
lidad posible se necesita que el mantenimiento preventivo sea preciso, es decir determinar
la condición de un equipo antes de llegar a una parada no programada(falla) para tomar
las medidas correspondientes. El problema que este estudio busca abordar es la optimiza-
ción de la eficiencia en la programación de mantenimiento preventivo y la predicción de
fallas en los motores de las palas CAT6060FS. Actualmente el mantenimiento preventivo se
da a partir de un Sistema Programado de Paradas en este caso para el motor se hace un
mantenimiento preventivo cada 250H,500H,1500H,2500H de trabajo del motor, cada parada
preventiva implica indisponibilidad, alto costo y horas-hombre del personal, aún con este
tipo de mantenimiento tradicional las paradas no programadas con causa ráız de lubricación
representan 107 d́ıas de parada desde el inicio de labores de las palas en 2014. De igual
manera las fallas imprevistas (paradas no programadas)implican largos periodos de inacti-
vidad y reparaciones y repuestos costosos. Para hallar la condición de un componente una
práctica común en la industria minera es utilizar el Monitoreo de Condición, proceso de

1



seguimiento continuo y sistemático de las condiciones de operación que permite monitorear
y evaluar el estado de la maquinaria en tiempo real, a través de la medición y análisis de
diferentes variables y parámetros y asignarles una condición correspondiente(’Critico’ parada
inmediata,’Seguimiento’programar parada, ’Normal’sin acciones). Dentro del Monitoreo de
Condición existen diversas técnicas para medir variables, entre las más destacadas están: el
análisis de aceite(triboloǵıa), análisis de vibraciones, termograf́ıa, filtrograf́ıa, ferrograf́ıa, ul-
trasonido entre otros, el principal objetivo de estas técnicas es predecir el momento en el que
se inicia la falla para recurrir a un mantenimiento preventivo del equipo. El presente trabajo
se centra en el Análisis de Aceite una de las técnicas de monitoreo de condición más comu-
nes debido a que los lubricantes se encuentran en la mayoŕıa de los equipos mineros, pero
también una de las más complicadas de analizar por la cantidad de parámetros que mide(64
parametros). Al analizar aceites lubricantes de las maquinarias se hace una analoǵıa como si
un médico estuviera analizando los resultados de una muestra de sangre de una persona, si
se realiza un adecuado y exhaustivo análisis se logra determinar las condiciones anormales
presentes en el aceite lubricante detectando modos de falla de la maquinaria. Actualmente
la operación minera de nuestro estudio, cuenta con un laboratorio para medir parámetros
tribologicos de las muestras de aceite. Los resultados de este examen son analizados e in-
terpretados mediante métodos estad́ısticos simples por los ingenieros de mantenimiento, es
decir se realiza un análisis univariado de los parámetros donde se establecen los limites de
anomaĺıas mediante Desviación Estándar, si solo uno de los parámetros de la muestra excede
su limite toda la muestra se considera anómala y es necesario que un experto revise la mues-
tra y determine la condición del equipo,este método que conlleva a una gran numero de falsos
positivos ’anómalos’ estas mismas muestras con este método tradicional posteriormente son
clasificadas como ’Normal’ por los expertos.Además, como se menciono antes también hay
muestras clasificadas como ’Normal’ a pesar de que preceden a una falla o una diálisis de
aceite, esto debido que el método tradicional de evaluación presenta rangos de imprecisión
y error considerables.Otro problema en este análisis tradicional es que el proceso de análisis
es tedioso debido a que implica una serie de tareas manuales y repetitivas que requieren una
gran cantidad de tiempo y esfuerzo por parte del personal encargado, a diario en promedio se
toman 58 muestras y los resultados deben analizarse a diario pues solo aśı se tiene un reflejo
real de la condición de los equipos. La operación minera de donde se extrajeron los datos ha
recopilado datos de muestras de aceites desde 2014 hasta la actualidad, actualmente cuenta
con 10 Palas Hidraulicas CAT 6060 FS cada uno con dos motores y el total de muestras de
motor es 10004 cada uno con 78 parámetros. El presente trabajo tiene como objetivo diseñar
e implementar modelos de machinelearning:

Modelo de detección de Anomaĺıas en muestras de aceite.

Un modelo clasificador de condición de muestras de aceite en 3 niveles:

“Normal“,“Seguimiento“ y “Critico“.
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1.1.2. Identificación del problema

El problema que se aborda en esta investigación es la optimización de la programa-
ción de mantenimiento preventivo mediante la detección de anomaĺıas y clasificación de la
condición de muestras de aceite de Palas CAT60610fs. Los mantenimientos programados y
no programados(fallas) ocasionan tiempos de inactividad inesperados y reparaciones costo-
sas. Con el uso de técnicas de aprendizaje automático, se busca mejorar la capacidad de
detectar anomaĺıas que están relacionadas directamente con fallas de motor de manera más
precisa y permitir un mantenimiento preventivo basado en la condición real del motor lo-
grando prolongar su vida útil, mejorar su disponibilidad y confiabilidad y reducir los costos
operativos.

1.2. Formulación del Problema

1.2.1. Problema General

¿Como optimizar el mantenimiento preventivo de Palas Hidráulicas aplicando técnicas
de machinelearning al Análisis Tribologico de sus motores?

1.3. Objetivos

1.3.1. Objetivo General

Optimizar el mantenimiento preventivo de palas Hidráulicas mediante la aplicación
de modelos de Machine learning al Análisis Tribologico de motores.

1.3.2. Objetivos Espećıficos

Recolectar muestras de aceite de motores desde 2014.

Recopilar las fechas de fallas asociadas a motores para establecer un histórico de even-
tos.

Realizar el preprocesamiento de datos, limpieza exhaustiva de datos, detección y ma-
nejo de valores faltantes y outliers, y normalizar las mediciones del conjunto de datos.

Etiquetar las muestras según la Norma ATSM (American Society for Testing and
Materials) D7720 Standard Guide for Statistically Evaluating Measurand Alarm Limits
when Using Oil Analysis to Monitor Equipment and Oil for Fitness and Contamination.
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Entrenar modelos para detectar anomaĺıas sobre las caracteŕısticas no aditivas.

Evaluar el desempeño de los modelos para detectar anomaĺıas.

Aplicar técnicas de explicabilidad para comprender los resultados.

Corregir etiquetado de muestras con datos con las fechas de fallas asociadas para
clasificar las muestras según limites temporales:

1. ’Normal’:Muestra con niveles normales.

2. ’Seguimiento’: Muestras con una semana de anticipación a fechas de fallas.

3. ’Critico’: La muestra esta asociada a una falla inminente, una muestra antes de
la fechas de falla.

Comparar y evaluar los resultados obtenidos por los modelos deMachine learning.Aplicar
técnicas de explicabilidad sobre el mejor modelo.

Aplicar Voto Mayoritario sobre ambos modelos.

1.4. Justificación

1.4.1. Conveniencia

Durante muchos años el proceso de análisis de aceite para mejorar la confiabilidad y
mantenimiento de las máquinas se ha mantenido relativamente sin cambios. Por lo general
se toman las muestras de un activo con una frecuencia regular y se env́ıan a un laboratorio
para su análisis. A partir de los resultados emitidos por laboratorio los ingenieros de mante-
nimiento deben clasificar la condición de la muestra, producir recomendaciones y decidir si
toman algunas medidas o se continúa con la operación normal. Los resultados analizados son
datos extremadamente valiosos pero el proceso de análisis se vuelve engorroso y puede no
proporcionar un espectro consistente de información profunda, incluso para grandes empre-
sas industriales este método requiere un número importante de empleados capacitados para
monitorear continuamente los resultados del laboratorio. Los analistas encargados de revisar
diariamente muchas muestras de diversos tipos de activos pueden experimentar fatiga y en
el peor de los casos, esto puede generar oportunidades perdidas para alertar sobre problemas
que pueden resultar en fallas catastróficas de la máquina. Además, el análisis centrado en
el ser humano puede ser inconsistente debido a las diferentes opiniones de analista a ana-
lista. Todos estos factores pueden conducir a la obtención de niveles variables de valor por
el análisis de resultados en laboratorio, por lo que es necesario explorar diferentes formas
de etiquetado en vez de fiarse solo de la clasificación existente dada por los ingenieros de
mantenimiento.
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1.4.2. Relevancia

La correcta lubricación es la medida más importante para garantizar la vida útil
prolongada y sin problemas de los equipos. Se estima que el 75% de todas las fallas se
deben a problemas de lubricación, por lo que es crucial evaluar el estado de lubricación
mediante la clasificación de la condición. Conocer el tiempo de vida útil restante de los
componentes es muy útil para que el ingeniero de confiabilidad pueda tomar decisiones
informadas en función del estado actual del equipo y el tiempo restante de utilidad. Hoy
en d́ıa con el auge de la aplicación de la Inteligencia Artificial (IA) y la ciencia de datos se
puede analizar grandes volúmenes de información para reconocer patrones, crear modelos
de probabilidad y visualizarlos para descubrir tendencias, predecir el futuro y anticiparlo.
Aplicar MachineLearning permitirá la integración de todos los datos del laboratorio en una
sola plataforma, aśı como la capacidad de ver los activos de una manera más profunda y más
granular. Esto se traduce en una mayor comprensión que puede ofrecer una mejor precisión,
consistencia y plazos de entrega que los métodos tradicionales.

1.4.3. Implicancias Prácticas

Los 3 modelos que se obtienen de está investigación se utilizaran en el Análisis Tri-
bológico de la operación minera de la que se obtuvieron los datos, y se explorara su compor-
tamiento en todos los motores de la operación. Cabe resaltar que al momento del desarrollo
de la tesis la empresa tiene planeado integrar un sistema de monitoreo en tiempo de real con
sensores que proporcionen datos del aceite en tiempo real,se estima el tiempo de implemen-
tación de este sistema en tres años.

1.4.4. Valor Teórico

El valor teórico de estudiar la aplicación de machinelearning en el análisis de aceite
radica en varias consideraciones:

Mejora de la precisión y eficiencia: El uso de técnicas de machinelearning permite
analizar grandes volúmenes de datos de manera automatizada, lo que puede llevar a
una mayor precisión en la detección de anomaĺıas, patrones y tendencias en el análisis
de aceite.

Optimización de recursos: Al aplicarmachinelearning en el análisis de aceite, es posible
optimizar la asignación de recursos al realizar un seguimiento más preciso del estado y
la condición de los equipos, esto ayudará a priorizar el mantenimiento y la sustitución
de componentes, evitando el reemplazo innecesario o el mantenimiento preventivo en
momentos inapropiados.
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Toma de decisiones informadas: Al utilizar técnicas de machinelearning, se pueden
obtener perspectivas y patrones ocultos en los datos de análisis de aceite que pueden
ser dif́ıciles de identificar manualmente. Esto proporcionará a los profesionales de man-
tenimiento y confiabilidad una base sólida para tomar decisiones informadas sobre el
mantenimiento, la reparación y la planificación de reemplazos.

Optimización de la vida útil del equipo: Al predecir el intervalo de tiempo de vida útil
restante de los componentes basado en el análisis de aceite y el uso de algoritmos de
machinelearning, es posible maximizar la vida útil del equipo al realizar el manteni-
miento oportuno y planificado, evitando aśı fallas prematuras y prolongando la vida
útil del equipo.

1.4.5. Utilidad Metodológica

La utilidad metodológica de estudiar los resultados de aplicar machinelearning sobre
el Análisis Tribológico se refiere a los beneficios prácticos y técnicos que esta investigación
puede aportar al campo. Algunas de las utilidades metodológicas incluyen:

Automatización del proceso de análisis: Las técnicas de machinelearning pueden au-
tomatizar gran parte del proceso de análisis de aceite. Los algoritmos pueden procesar
grandes volúmenes de datos de manera rápida y eficiente, ahorrando tiempo y recur-
sos humanos,lo que a su vez permite realizar un análisis más frecuente y exhaustivo
mejorando la detección y la predicción de problemas en los equipos.

Avance en la investigación cient́ıfica: El estudio del machinelearning aplicado al análi-
sis de aceite contribuye al avance de la investigación cient́ıfica en el campo de la Confia-
bilidad y el Mantenimiento preventivo de equipos. Esto puede abrir nuevas oportunida-
des de investigación, promover el desarrollo de nuevas técnicas y métodos, y fomentar
la colaboración entre investigadores y profesionales del sector minero en la región del
Cusco.

1.5. Delimitación de estudio

1.5.1. Delimitación Espacial

La operación minera de la que se extrajeron los datos está ubicada en la región andina
de Perú a 5331 m.s.n.m., provincia de Apurimac, es una mina de tajo abierto y las materias
primas que se extrae son: Cobre, Zinc, Plata, Oro.
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1.5.2. Delimitación Temporal

Los datos se recolectaron desde el año 2014 hasta diciembre de 2022, y la investigación
se realiza en el año 2023.

1.6. Método

1.6.1. Alcance

Este estudio incluye una etapa inicial de exploración de los parámetros de las muestras
antes de aplicar los modelos de machinelearning por lo que incluye elementos de un análisis
exploratorio, también se analiza el resultado de emplear los algoritmos de machinelearning
sobre muestras de aceite de un motor de pala CAT6060fs, debido a que es la primera vez
que se realiza en un estudio. Pero luego de pasar está etapa el estudio tiene una orientación
descriptiva.
Según (Hernández Sampieri et al., 2014) un estudio de tipo descriptivo se define como un es-
tudio que busca especificar propiedades y caracteŕısticas importantes de cualquier fenómeno
que se analice, además de describir las posibles tendencias de un grupo o muestra. En la
presente investigación se busca especificar los parámetros que tienen más relevancia en un
análisis tribologico de motores de Palas CAT6060fs, además de describir las tendencias de
cada parámetro para poder predecir sus valores en el futuro. Además siguiendo la definición
de estudio descriptivo (Hernández Sampieri et al., 2014). Se aplica procesos y modelos de
datos ya establecidos y estructurados por los estudios previos de machinelearning los cuales
contribuyen al análisis de las muestras de aceite,descripción de vida útil de los motores y pre-
dicción de posibles fallas en los motores de Palas CAT6060fs. Por lo tanto esta investigación
es de tipo descriptivo.

1.6.2. Diseño

En el caso de este estudio sobre el análisis de aceite, se esta diseñando y realizando in-
tervenciones espećıficas implementando técnicas de diagnóstico basado en machinelearning,
además los modelos implementados serán consumidos por el sistema de reporteaŕıa del área
de Confiabilidad de la empresa por lo tanto el presente estudio se considera como experi-
mental.

1.6.3. Para el desarrollo de la parte informática

Modulo para usuarios
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Se diseño un modulo dentro del Sistema de Monitoreo y Reporte del área de Con-
fiabiliad, este modulo comsume los resultados de los modelos de machine learning a traves
de una API Rest. El módulo muestra los resultados de ambos modelos, clasifica el nivel de
anomalia de la muestra y si esta asociado a una falla o cambio de aceite.

Figura 1.1: Listado de muestras etiquetadas

Figura 1.2: Dashboard de Análisis de Aceite

Desplique de modelos de Machine Learning

En términos generales, el propósito fundamental de un proyecto de machinelearning
es crear un modelo estad́ıstico haciendo uso de información recopilada y aplicando algo-
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ritmos de machinelearning . Por ende, todo software basado en ML se compone de tres
elementos fundamentales: los datos, el modelo de machine learning y el código. Con relación
a estos componentes, el proceso t́ıpico de trabajo en machinelearning consta de tres etapas
principales:

1. Preparación de datos: Incluye la adquisición y la preparación de los datos necesarios.

2. Desarrollo de modelos de machine learning: Implica entrenar y utilizar el modelo de
machine learning.

3. Integración del modelo en el código: Se refiere a la incorporación del modelo de machine
learning en el producto final.

Figura 1.3: Flujo de despliegue de modelos de machine learning

Fuente: ML-OPS.org

1.6.4. Cronograma de Actividades

El proyecto establece el inicio de la realización de la tesis desde el 12 de julio de 2023,
una vez levantado las observaciones del plan de tesis, el final proyectado es es para la fecha
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de 18 de octubre de 2023, por lo que el plazo determinado teniendo en cuenta el limite de
20 horas semanales por estudiante es de 16 semanas.

10



Cronogram
a de Actividades

1
2

3
4

1
2

3
4

1
2

3
4

1
2

3
4

1
2

3
4

Selección del tem
a de la tesis y revisión bibliográfica.

33 días
3 de enero de 2024

4 de febrero de 2024

Identificación de objetivos y alcances de la investigación.
9 días

5 de febrero de 2024
13 de febrero de 2024

Presentación del plan de tesis.
5 días

14 de febrero de 2024
18 de febrero de 2024

Recopilación de datos de m
uestras de aceite y datos relevantes sobre los equipos y 

com
ponentes asociados. Preparación y lim

pieza de los datos.
7 días

19 de febrero de 2024
25 de febrero de 2024

Análisis exploratorio de datos.
7 días

26 de febrero de 2024
3 de m

arzo de 2024

Aplicación de preprocesam
iento de datos

3 días
4 de m

arzo de 2024
6 de m

arzo de 2024

Selección y aplicación de m
odelos de m

achine learning para la detección de anom
alías 

(m
odelo 1).

7 días
7 de m

arzo de 2024
13 de m

arzo de 2024

Experim
entación y evaluación de resultados de m

odelos para la detección de anom
alías.

6 días
14 de m

arzo de 2024
19 de m

arzo de 2024

Selección y aplicación de m
odelos de m

achine learning para la clasificación de condición 
de la m

uestra (M
odelo 2).

7 días
20 de m

arzo de 2024
26 de m

arzo de 2024

Experim
entación y evaluación de resultados de m

odelos para la clasificación de 
condición de la m

uestras
11 días

27 de m
arzo de 2024

6 de abril de 2024

Analisis de los resultados obtenidos, interpretación de los hallazgos y com
paración con la 

literatura existente. Identificación de patrones, tendencias y conclusiones.
6 días

7 de abril de 2024
12 de abril de 2024

Revisión de inform
e final de la tesis incluyendo resultados, discusión y conclusiones.

9 días
13 de abril de 2024

21 de abril de 2024

Revisión y corrección del inform
e final de la tesis en base a los com

entarios del asesor o 
com

ité de tesis. 
5 días

22 de abril de 2024
26 de abril de 2024

Presentación del trabajo de tesis
12 días

27 de abril de 2024
8 de m

ayo de 2024

ACTIVID
AD

D
U

RACIÓ
N

 D
E 

LA ACTIVID
AD

FECH
A D

E IN
ICIO

FECH
A D

E FIN

2024
EN

ERO
FEBRERO

M
ARZO

ABRIL
M

AYO
sem

ana
sem

ana
sem

ana
sem

ana
sem

ana

11



Caṕıtulo 2

Marco Teórico

2.1. Antecedentes

2.1.1. Antecedentes Internacionales

Keartland et al.,2020,“ Automating predictive maintenance using oil analysis and machine
learning“, IEEE Xplore,USA.

El documento detalla la importancia del mantenimiento predictivo aśı como su objetivo
de reducir reparaciones costosas que consumen mucho tiempo, aśı como evitar actividades
innecesarias, proponiendo una estrategia de mantenimiento informada por la monitoriza-
ción del estado de la maquina. El conjunto de datos se obtuvo de una empresa de análisis
de aceite de cajas de cambio consta de 26 caracteŕısticas y 887255 muestras, el conjun-
to fue etiquetado por expertos con 6 condiciones: Sobrecalentamiento(OVHT), Fugas de
agua(LEAK),Acumulación de polvo(DUST),Desgaste de componentes(WEAR),Problema de
aceite(POIL),Cualquier problema adicional(OTHR), cada clase posee un número de mues-
tras positivas y para compensar el desequilibrio de clases se utilizó un submuestreo de la
clase mayoritaria.

El preprocesamiento de datos se comparo el uso de varios tipo de imputación(media, me-
diana) y técnicas de relleno de k-Nearest Neighbours(kNN), pero no se obtuvieron resul-
tados significativamente diferente,por lo que obtaron por relleno KNN para los valores
faltantes. En cuanto a la selección de caracteŕısticas las variables importantes fueron Sili-
cio, Aluminio, Cromo,Hierro, Estaño, Cobre,Agua, Sodio, Magnesio. Se estudia el uso de
RandomForest(RF ), FeedforwardNeural Network(FFNN) y LogisticRegression para
entrenar datos de análisis de aceite y clasificar las condiciones de la máquina. El uso de
técnicas de aprendizaje automático reveló ciertas limitaciones con el uso de sistemas basados
en Aprendizaje Profundo y Redes Neuronales Artificiales, pues estos métodos suelen clasi-
ficarse como métodos de “caja negra” y es dif́ıcil determinar por qué el algoritmo resuelve
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cierto resultado, a diferencia de sistemas convencionales como regresión loǵıstica o máquinas
de vectores de soporte que demuestren suficiente poder explicativo.Keartland y Zyl, 2020

Conclusiones: Como resultado de este estudio el modelo RandomForest supero a otros
clasificadores para todas la condiciones de la máquina y para un mejor comprensión de
los resultados se utilizó la interpretación de la importancia de las caracteŕısticas para los
modelos. Además para evaluar los resultados no solo se ha tenido en cuenta la precisión
general sino también las métricas por cada clase. Para etiquetar LEAK, DUST y WEAR
los modelo RF y FFNN mostraron capacidad de separación, pero RF supero a todos los
modelos alcanzando una precisión de 0.98% y un AUC de 0.98%. Para OVHT, POIL, OTHR
ninguno de los modelos mostró una capacidad de clasificación significativa RF consigue
alta recuperación pero baja precisión. Los resultados que señalan los factores de influencia
especifico que afecta determinada condiciones de la máquina, siendo los factores coherentes
con los conocimientos del sector.

Comentario:Este estudio explica que el uso de Random Forest en la industria de man-
tenimiento predictivo es ampliamente valorado y que para sus datos este modelo obtuvo
los mejores resultados, además explica las desventajas de utilizar técnicas de Aprendizaje
Profundo en la clasificación de la condición es por ello que en nuestra investigación para el
problema de clasificación de la condición se utilizan métodos de Aprendizaje supervisado.
Para nuestro proyecto se tomaron en consideración:

La aplicación de La Ïnterpretación de la Importancia de Caracteŕısticas”debido a que
los resultados de machinelearning pueden ser dif́ıciles de interpretar, especialmente
para las personas que no están familiarizadas con estas técnicas como en el caso del
personal minero.

La comparación de aplicar Imputación( media/mediana) y kNN para completar los
datos faltantes.

La aplicación de Random Forest ampliamente valorado en la industria de manteni-
miento.

Evaluación de resultados por cada clase.

Grebenian et al, 2021, “Oil condition monitoring, an AI application study using the Classi-
fication Learner Technics”, IOP Conf.

Este estudio se centra en predecir la vida útil del aceite lubricante en base a datos recopilados
directamente de la caja de cambio y tren de transmisión. Los datos recopilados cuentan con
19 parámetros de estado del aceite que resultan de mediciones en ĺınea en un banco de expe-
rimentos construido y operado en condiciones similares para determinar la salud de las cajas
de cambio y los componentes del tren de transmisión, el conjunto de datos se recolectó duran-
te seis meses validando continuamente los datos en varias instancias. Este estudio pretend́ıa
mostrar cómo predecir datos de series temporales utilizando ténicas de Inteligencia Artificial
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sobre un conjunto de 19 parámetros, no todos independientes de los cuales se seleccionaron
3 parámetros de estado(que determinan el grado de degradación del aceite lubricante) y un
conjunto de valores correspondientes al conjunto de valores objetivo. La metodoloǵıa que
emplearon comenzó primero con la selección de caracteŕısticas.Segundo se completaron los
datos faltantes, como los datos son recogidos por sensores muchos datos se pierden o son
inconsistentes, por lo que se probaron 6 algoritmos de machine learning: SVM, KNN,Linear
Discriminant, Quadratic Discriminant y Quadratic SMV para predecir los valores faltantes
y siguientes de las secuencias de datos, tercero para evitar la divergencia de la predicción
se normalizaron los datos, cuarto para predecir los valores de los siguientes pasos de una
secuencia se abordo el uso de Support Vector Machine y finalmente el proceso de pronostico
validando los valores de los múltiplos de tiempo utilizó la función predictedAndUpdateState
de Matlab que permite anticipar pasos de tiempo consecutivos para actualizar el estado de
la red en cada predicción.

Conclusiones:

Conclusión 1. La aplicación desarrollada en este estudio permite abordar establecimien-
to de variables de tipo ”predictores”, lo que significa que el historial de esas variables
serán tomado como series de tiempo que se procesan una por una con Support Vector
Machine(SVM),K-Nearest Neighbors(KNN),Discriminante Lineal, Discriminante cua-
dratica, Support Vector Machine Cuadrática, obteniendo una KNN precisión de 99.7%.

Comentario:De este documento tomamos como principal aporte en nuestro proyecto la
metodoloǵıa pues la forma de tratar con los datos se explica detalladamente por ejemplo:
los datos de este estudio son recogidos por sensores por lo que se visibiliza el problema
de datos perdidos e inconsistentes que necesitan cierto preprocesamiento para mantener la
mayor cantidad de data disponible y aśı alcanzar mayor precisión, se utiliza la normalización
de los datos para evitar la divergencia en la predicción, la selección de caracteŕısticas se hace
mediante Análisis de Componentes y Clasificación de Patrones. Finalmente en nuestro caso
se utilizara algoritmos de aprendizaje profundo para la predicción de las series de tiempo en
vez de hacer una clasificación por separa como en este antecedente.

Propiedades f́ısicas y qúımicas sujetas a degradación: Viscosidad a 40 y 100 C ,Humedad
y contenido de Agua, Número total de ácidos/ Número total de bases(TAN/TBN),
recuento de part́ıculas en partes por millón(ppm).

Técnicas de extracción de caracteŕısticas Análisis de Componentes Principales.

Reveco Dı́az Maŕıa Ignacia, 2021, “Análisis predictivo de activos mineros para obtención de
intervalo de falla mediante algoritmos de machine learning”, U. Chile. Con el objetivo de
automatizar el análisis de aceite en la compañ́ıa minera Los Bronces de Anglo American,
este estudio propone la creación de tres modelos de machine learning. El primer modelo se
enfoca en la detección de anomaĺıas en las muestras de aceite de los motores de camiones
mineros. Se compararon varios algoritmos de detección de anomaĺıas, como One-class SVM,
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PCA Based Anomaly Detection, K-means y Robust Covariance, siendo este último el que
logró la mayor precisión con un AUC cercano al 100

El segundo modelo fue entrenado para clasificar la causa de las fallas. Se evaluaron
algoritmos de clasificación como Redes Neuronales, Árboles de Decisión y Regresión Loǵısti-
ca Multivariada. Ninguno de estos modelos alcanzó un nivel de precisión satisfactorio. En
conclusión, la autora recomienda no depender únicamente de datos de análisis de aceite para
clasificar los modos de falla.

El tercer modelo se utiliza para calcular el Tiempo de Vida Remanente (RUL). Se
emplearon diferentes algoritmos de regresión, como Boosted Decision Tree Regression, De-
cision Forest Regression, Linear Regression y Neural Network Regression. Este modelo de
predicción de RUL se elaboró con los motores Cummins QSK60 HPI. Si bien este último al-
goritmo logró la mayor precisión con un 94.93%, al ser probado con datos de motores Detroit,
los resultados fueron negativos. Este resultado era previsible, ya que, en estricto rigor, un
algoritmo debe ser entrenado y probado con datos de la misma naturaleza. Conclusiones:

Conclusión 1.Los tres modelos propuestos en conjunto logran generar una predicción
global del comportamiento de motores Diesel de camiones mineros. Los resultados de
los modelos de detección de anomaĺıas y predicción de RUL se consideran satisfactorios
con un 99.8%de precisión, a diferencia del modelo de clasificación de falla que al no
considerar todas las causas de falla y confundirlas unas con otras al englobarlas en
causas generales no agrega valor al proceso de Análisis de Aceite por lo que finalmente
se descartó y finalmente la autora concluye que la clasificación hecha por un experto
sigue siendo la mejor opción.

Conclusión 2.En el contexto de este estudio, se observa que el registro de análisis de
aceites proporciona una visión general del comportamiento de un motor diésel. Por
lo tanto, recomienda no incluir otros parámetros adicionales, ya que el proceso de
recopilación, extracción, procesamiento y etiquetado de datos es costoso. Aunque esto
podŕıa resultar en una ligera mejora en la precisión de las predicciones, no justificaŕıa
el esfuerzo adicional debido a la falta de un valor agregado significativo.

Comentario: Esta tesis sirvió de gúıa para definir que modelos eran necesarios para la
detección de anomaĺıas en nuestra operación minera, se aplicaron los algoritmos pero como
se vera más adelante no se acoplaron lo suficiente a las exigencias de nuestra operación. Lo
que se ha tomado de esta investigación para la nuestra son:

Se exploro el uso de los algoritmos One-class SVM, PCA Based Anomaly Detection,
K-means para la detección de anomaĺıas.

Esta tesis aporta la aplicación de varios tipos de etiquetado para las muestras, uno
basado en la Norma ASTM D7720(Ĺımites de normalidad) y según limites temporales.
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Abordar la predicción de RUL(Remaining Useful Life) mediante algoritmos supervi-
sados de regresión utilizando las horas oeradas de cada motor, (dato obtenido de la
misma base de datos de las muestras de aceite).

Wakiru et al.,2018,“A review on lubricant condition monitoring information analysis for
maintenance decision support”, IEEE Xplore,USA.

El monitoreo de la condición de lubricación (LCM) desempeña un papel crucial no solo como
sistema de alerta temprana en maquinaria, sino también en el diagnóstico y pronóstico de
fallas dentro del mantenimiento basado en la condición (CBM). La LCM se considera una
técnica esencial de monitoreo debido a la información detallada obtenida de las pruebas de lu-
bricantes, ofreciendo una visión reflexiva sobre la condición de la maquinaria y su lubricante.
La aplicación efectiva de LCM implica la evaluación y análisis de la información de análisis
de lubricantes para extraer conocimientos, generando resultados interpretables y aplicables
para respaldar las decisiones de mantenimiento. Este art́ıculo tiene como objetivo llenar una
brecha en la literatura al proporcionar una visión integral de los enfoques aplicativos para
LCM, particularmente en el contexto del apoyo a las decisiones de mantenimiento. Se lleva
a cabo una revisión sistemática de las tendencias de investigación recientes y el desarrollo de
enfoques basados en LCM, centrándose en aplicaciones para el diagnóstico y pronóstico de
equipos. Se contextualiza la revisión inicial de los aceites base, aditivos, muestreos y pruebas
aplicados para LCM y apoyo a las decisiones de mantenimiento. Además, se clasifican las
pruebas y parámetros de LCM en categoŕıas como análisis fisicoqúımicos, elementales, de
contaminación y de aditivos. Los enfoques para analizar datos derivados de LCM se dividen
en cuatro categoŕıas: estad́ısticos, basados en modelos, inteligencia artificial y h́ıbridos. Se
exploran posibles mejoras para aumentar la confiabilidad en la toma de decisiones basada en
los enfoques de LCM. El art́ıculo concluye con una breve discusión sobre posibles tendencias
futuras de LCM en el contexto de la toma de decisiones de mantenimiento. El estudio revisa
enfoques aplicables para extraer conocimientos de datos de LCM con el fin de respaldar las
decisiones de mantenimiento, abordando tanto los aspectos teóricos como prácticos de la
lubricación.

Conclusiones: Este articulo recopila los 4 enfoques en los que se evalúa el análisis
de aceite: Métodos estad́ısticos(Análisis de tendencias, Análisis de correlación, Análisis de
regresión), Inteligencia Artificial, Hı́brido, Basado en modelo. Destaca una tendencia cre-
ciente en la investigación sobre el tema. Se observa que el muestreo y monitoreo clásico fuera
de ĺınea prevalece en equipos de tecnoloǵıa antigua debido a los altos costos de sistemas en
ĺınea. Sin embargo, equipos cŕıticos requieren programas LCM automatizados, como sensores
en ĺınea y monitoreo en tiempo real. La toma de decisiones de mantenimiento se ve afectada
por consideraciones técnicas y de costos, como la adquisición de máquinas preinstaladas, la
instalación en máquinas existentes o el uso de muestreo y pruebas fuera de ĺınea.

Comentario: Esta revisión contribuya a resolver lagunas en la teoŕıa:

El estudio destaca la importancia continua del muestreo y pruebas fuera de ĺınea,
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especialmente en análisis integrales y la clasificación de part́ıculas. Se observa una alta
dependencia en el uso de part́ıculas elementales o de desgaste, vinculado directamente
a las caracteŕısticas de desgaste de la maquinaria. Aunque hay un crecimiento en el
interés por categoŕıas de parámetros múltiples, un 28% de los art́ıculos revisados, se
señala que algunos parámetros raramente utilizados, como la nitración, oxidación y
nitrooxidación, pueden tener un valor significativo para identificar efectos interactivos
que afectan el desempeño del lubricante. El análisis de aditivos, a pesar de la limitada
investigación aplicativa (3% de los art́ıculos revisados), se destaca por su potencial
para revelar la composición del lubricante y facilitar el análisis de la causa ráız de
fallas en la maquinaria.

Se señala la importancia de considerar patrones en lugar de depender de un solo
parámetro y se destaca el uso de técnicas anaĺıticas por pares, como el análisis de co-
rrelación, para obtener mejores conocimientos. Sin embargo, se reconoce que el análisis
de correlación solo puede no ayudar integralmente a los tomadores de decisiones, y las
asociaciones derivadas pueden no ser funcionalmente viables.

Salem N.,2021,“Oil condition monitoring and predicting actions using an Artificial Intelli-
gence technique: Principal Components Analysis algorithm“, IOP Conf. Ser.: Mater. Sci. Eng.
1169 012007.

El estudio se centra en el uso del algoritmo de Análisis de Componentes Principales
(PCA) como un experimento favorable para prever datos de series temporales. Se destaca
que, durante el uso, los aceites experimentan transformaciones qúımicas debido a factores
como oxidación, degradación, contaminación y cambios en la viscosidad, afectando su vida
útil. El objetivo principal es demostrar cómo anticipar datos de series temporales utilizando
técnicas de Inteligencia Artificial, espećıficamente PCA, junto con modelos de máquinas de
vectores de soporte (SVM), basándose en datos recopilados a través de sensores y determi-
naciones computacionales. Por lo general, un cambio de aceite se basa en criterios, a menudo
fundamentados en determinaciones emṕıricas, cálculos que hacen referencia a las horas de
operación, etc. Basándose en un análisis sólido, hay menos criterios basados en la compo-
sición qúımica y los lubricantes existentes derivados de pruebas o registros en ĺınea. Por lo
general, los aceites se prueban en laboratorios especializados, siendo estas pruebas principal-
mente consumidoras de tiempo y enerǵıa. Debido a las pruebas realizadas por laboratorios y
las operaciones tienen, por esta razón, desventajas relacionadas con la instantaneidad de la
fecha de adquisición, cubriendo solo caracteŕısticas básicas de degradación. Por ello se diseño
un experimento, parte de un Programa de Investigación respaldado por empresas privadas
de Rumania e Italia, en varias fases y abordó el comportamiento de un sistema mecáni-
co. Se recopiló un conjunto de datos durante seis meses, validando 258,646 instancias para
19 parámetros operativos. Se evaluaron los elementos probados (parámetros fisicoqúımicos)
en una etapa inicial. A medida que se recopilaba información, se intercalaron ”módulos de
evento/error”basados en escenarios predefinidos para probar la velocidad de respuesta del
sistema. La contribución de la Ïnteligencia Artificial”se volvió esencial para evaluar transfor-
maciones infinitesimales de elementos multiparamétricos.
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Conclusiones: Este articulo busca predecir los parámetros de las muestras para superar el
problema de no contar con monitoreo en linea, esta estimación de series temporales están
sujetas a errores debido a la naturaleza estad́ıstica de estas clases matemáticas.Comentario:
Esta revisión contribuya a resolver el uso de PCA en datos de series temporales:

El Análisis de Componentes Principales (PCA) es un procedimiento matemático cuan-
titativo riguroso para realizar tal simplificación. Es un método estable y eficiente para
encontrar un algoritmo para estructurar un conjunto de datos multidimensional. Sin
embargo, una desventaja principal del enfoque PCA es que el procedimiento y el resul-
tado a menudo son dif́ıciles de entender. La relación entre la entrada y la salida puede
ser confusa, un ligero cambio en las entradas puede generar un resultado completa-
mente diferente, y a menudo el usuario puede preguntarse si el PCA está haciendo lo
correcto. El PCA genera un nuevo conjunto de variables llamadas componentes princi-
pales, y cada componente principal es una combinación lineal de las variables iniciales.
La propiedad fundamental de estos componentes principales es que son ortogonales,
por lo que no hay información redundante. El resultado cuantificable de este algoritmo
es que todos los componentes principales en conjunto forman una base ortogonal para
el espacio de datos.

Salem N.,2021,“Classifying machinery condition using oil samples and binary logistic regres-
sion“, IOP Conf. Ser.: Mater. Sci. Eng. 1169 012007.

En este estudio, se utiliza un conjunto de datos proporcionado por un laboratorio
de análisis de aceite comercial centrado en el servicio para el mercado de equipos pesados
móviles. El laboratorio procesa más de 400,000 muestras de aceite al año, provenientes de
pruebas destinadas a determinar la condición del aceite y proporcionar información sobre
la condición del subsistema. Las muestras de aceite provienen de camiones utilizados en la
industria minera, espećıficamente del subsistema del motor diésel.

El análisis de las muestras de aceite genera datos para aproximadamente 30 variables
de condición del aceite. Los resultados de todas las pruebas de muestra son revisados por
analistas experimentados con la asistencia de un software que utiliza una herramienta de
soporte para la toma de decisiones basada en métodos de control estad́ıstico de procesos.
Los analistas clasifican manualmente las muestras en una de cuatro clases, de ’A’ a ’X’. Las
muestras ’A’ tienen propiedades de aceite dentro de ĺımites aceptables y se consideran ”bue-
nas”, indicativas de un subsistema ”saludable”. Las muestras ’X’ muestran contaminación
clara que requiere acción diagnóstica y correctiva inmediata para prevenir posibles fallas. Las
muestras ’B’ y ’C’ representan etapas de deterioro entre ’A’ y ’X’. En este estudio, las mues-
tras ’B’, ’C’ y ’X’ se describen colectivamente como muestras de aceite ”no buenas.eindican
subsistemas que se están deteriorando, o en el caso de ’X’, gravemente deteriorados. Los
subsistemas con muestras ’X’ deben retirarse del servicio.

Se seleccionó un conjunto de variables explicativas importantes basadas en el cono-
cimiento experto de los analistas de aceite, junto con un análisis exploratorio de datos. Las
variables incluyen propiedades del aceite y dos variables relacionadas con la edad del aceite y
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la clasificación de salud previa del subsistema. El conjunto de datos se extrae del subsistema
del motor en una flota de 60 camiones todo terreno en un sitio minero, con 1332 muestras,
siendo el 15.8

El objetivo del proyecto es determinar si el clasificador puede identificar correctamente
las muestras ’A’ y ’Not-A’. Solo las muestras ’Not-A’ necesitan ser enviadas a los analistas
para una evaluación más detallada, lo que optimiza la carga de trabajo de los analistas al
dirigirla hacia las muestras más urgentes.

Conclusiones: Se evaluó el rendimiento de los modelos de Regresión Loǵıstica (LR), Red
Neuronal Convolucional de Correlación Cruzada (CCNN) y Máquinas de Soporte Vectorial
(SVM) para la clasificación de datos de muestras de aceite de camiones mineros. Se utilizaron
conjuntos de datos e variables explicativas idénticos en los tres modelos. Al evaluar los
resultados, se consideró la precisión total de la clasificación, la facilidad del proceso de
construcción y actualización del modelo, y la transparencia en cómo los cambios en las
variables afectan la salida del modelo para el analista.

El modelo de LR demostró la capacidad de clasificar aproximadamente el 89% de
las muestras de aceite correctamente. Utilizando un estudio de validación cruzada con el
conjunto de datos analizado en el art́ıculo, LR superó tanto a los modelos CCNN como a
los SVM en términos de rendimiento predictivo. Además, el modelo de LR ofrece un marco
paramétrico para estimar la probabilidad de la salud de una máquina, condicionada a va-
riables explicativas cuyos efectos en la clasificación son fácilmente interpretados en términos
de coeficientes de regresión o la razón de probabilidades (odds ratio). Por ejemplo, podemos
observar en el modelo de LR la importancia de la historia pasada en la clasificación futura,
coherente con las observaciones de los analistas. Además, cómo los cambios en los valores
de variables individuales (por ejemplo, Fe) afectan la probabilidad de clasificación como ’A’
o ’Not-A’ también se puede explorar. Esta capacidad para determinar el efecto de variables
explicativas individuales en la clasificación no es fácil de ver mediante los enfoques CCNN
y SVM. La transparencia en cómo funciona la clasificación es importante para construir
confianza en el enfoque de diagnóstico.

La capacidad de la industria para realizar la modelización y reticular las salidas a
los usuarios a través de los sistemas empresariales existentes depende del personal calificado
(interno o contratado) y la infraestructura informática. Es relativamente sencillo construir
un modelo de LR y actualizarlo a medida que llegan nuevos datos, y no se requiere soft-
ware comercial especializado. Los modelos de LR son probablemente un concepto accesible
para los ingenieros que trabajan, a diferencia de las ANN y SVM que a menudo requieren
capacitación especializada. Esta capacidad para gestionar la modelización internamente por
parte del personal de la empresa de análisis de aceite es un factor importante al considerar
la automatización del análisis.

Comentario: Esta revisión contribuya a resolver el uso de Regresión Logistica y SVM para
clasificar muestras de aceite. Se menciona la importancia del historial pasado en la clasifica-
ción futura, lo cual es coherente con las observaciones de los analistas. Esta incorporación de
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información histórica puede ser valiosa para la predicción de fallas en sistemas mecánicos.
Además explica la relación entre Variables explicativas y las condiciones de aceite aporte que
se utiliza en este estudio también.

Rosenkranz Andreas,2020,“The Use of Artificial Intelligence in Tribology — A Perspective“,
Lubricants, 2020, vol. 9, no 1, p. 2.

Se han aplicado métodos de deep learning y machine learning en muchos campos de
la tropoloǵıa, desde el monitoreo de las condiciones, el diseño de composiciones de materiales
y formulaciones de lubricantes o predicciones de espesor de lubricantes.

En el campo del monitorio de condiciones se ha probado: El entrenamiento de mapas
de caracteŕısticas multicapa y auto-organizado ANN para clasificar las part́ıculas de desgas-
te por medio de caracteŕısticas como ancho, largo, área de proyección, peŕımetro, diámetro
representativo, elongación, reflectividad, etc. Usando datos microscópicos de experimentos
de deslizamiento de ball-on-disk lubricados. Descubriendo que al entrenar con datos repre-
sentativos se predijo correctamente la relación entre las caracteŕısticas de las part́ıculas de
las muestras y las condiciones experimentales; también se determinó que la caracteŕıstica de
auto-organización del mapa ANN clasifica data sin uso de data supervisada, por ello las ca-
racteŕısticas de las part́ıculas pueden ser identificadas y pueden ser usadas para un monitoreo
constante de condiciones.

También se experimentó con la aplicación de redes neuronales de múltiple capas en-
trenadas con back-propagation de errores supervisados (EBP) y una teoŕıa de resonancia
adaptativa no supervisada-2 (ART2) basada en red neuronal para la detección y diagnóstico
de defectos localizados en rodamientos de bolas. Se uso un banco de prueba de señales de
aceleración de vibraciones de un rodamiento con distintas condiciones de carga y veloci-
dad para el entrenamiento de las redes. Los resultados determinaron que EBP y el modelo
ART2 eran precisos para distinguir un rodamiento defectuoso con un 100% fiabilidad, con
la distinción de ART2 que es 100 veces más rápido y EBP puede clasificar correctamente los
rodamientos de bolas en estados como bola o defecto en la pista, con una tasa de éxito de
más del 95%.

Posteriormente, también se presentó un enfoque con base en ANN para monitorear y
clasificar el comportamiento de desgaste de cojinetes de deslizamiento lubricados. Utilizando
un codificador automático para la detección de anomaĺıas y señales de emisión acústica para
entrenar una red neuronal convolucional para clasificar los modos de rodaje, lubricación
insuficiente y contaminación por part́ıculas del aceite. El resultado fue una detección con
precisión de 97% y sensibilidad de 100% de lubricante contaminado.

Conclusiones:

Conclusión 1. El uso de ANN es mas efectivo usando aprendizaje supervisado con el mo-
nitoreo de condiciones. En el trabajo a base del uso de Redes multicapa ANN indagan
en usos especficos de monitoreo como la detección y diagnóstico de defectos localizados
del rodamiento de esferas. Llegando a entrenar redes ANN con aprendizaje supervisa-
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do (EBP) y una teoŕıa de resonancia adaptativa no supervisada (ART2). Encontrando
buenos resultados como la precisión para distinguir un rodamiento defectuoso con un
100% de fiabilidad.

Comentario: Se ah estado experimentando con el uso de métodos de machine learning
en campos de la tropoloǵıa, en este caso resaltamos el uso de redes multicapa ANN con
o sin aprendizaje supervisado para un monitoreo constante de componentes tropológicos y
materiales lubricantes, con resultados satisfactorios.

2.1.2. Antecedentes Nacionales

Egoávil Méndez Diego,2019, “Implementación de un programa de lubricación para aumentar
la disponibilidad de los scoops Caterpillar R1600G en la Compañ́ıa Minera Casapalca”, Uni-
versidad Tecnológica del Perú, Perú. La tesis tiene como objetivo implementar un programa
de lubricación para incrementar la disponibilidad de los cargadores scoops Caterpillar mo-
delo R1600G para la Compañ́ıa Minera Casapalca. Estos equipos son las máquinas que más
inciden en la producción debido a que cargan, acarrean y descargan el mineral por lo tanto
es imperativo que cuenten con una correcta lubricación ya que es un factor fundamental que
afecta directamente la disponibilidad y confiabilidad de la maquinaria. En el año 2019 fecha
de presentación de la tesis el área de mantenimiento de la Compañ́ıa Minera Casapalca no
tenia implementadas estrategias y buenas prácticas en lubricación. Por lo que la tesis explica
detalladamente todo lo referente a la triboloǵıa ciencia que estudia la interacción entre las
superficies en movimiento relativo y los fenómenos asociados, como la fricción, el desgaste y
la lubricación. En la cuestión del Análisis en si propone un Análisis Descriptivo y estad́ıstico.
Se sustenta en su marco teórico que el 70% de las fallas se relacionan directamente con una
deficiente lubricación o contaminación del fluido lubricante. La calidad de los datos fue una
limitante para el proyecto debido a que la compañ́ıa no contaba con ningún software de
mantenimiento. De acuerdo con E., 1995 las causas de pérdida de utilidad de los equipos
en la industria son: 15% por obsoletos, 15% por descompostura y 70% por deterioro de
superficie, siendo esta última en la que la lubricación juega un papel crucial para incremen-
tar la vida útil de la maquinaria. Muchas empresas, instituciones y fabricantes de equipo
de clase mundial concuerdan en que la contaminación con part́ıculas sólidas en el lubricante
representa hasta el 80% de las causas ráız de falla de la maquinaria.

Conclusiones:

Conclusión 1.Luego de implementar el programa de lubricación se logró incrementar
la disponibilidad de los scoops Caterpillar de 89% a 94% en los primeros tres meses
de ejecutado el programa. Respecto a la MTTR se mantuvo con respecto al promedio
durante 2018, la mejora del MTBF incidió directamente en el aumento de la disponi-
bilidad.

Comentario: En este trabajo se detalla la importancia de los cargadores scoops Caterpillar
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R1600G que en la operación minera Casapalca cumplen las mismas funciones que la Palas
6060fs de nuestro proyecto. Esta tesis explica con mucho detalle como es el Análisis de Acei-
te en equipos mineros refleja la poca intervención de la tecnoloǵıa dentro del rubro minero
sobre todo en mineras pequeñas dado que incluso algunas ni siquiera cuentan con programas
de monitoreo además nuestros modelos demuestran que es posible automatizar el análisis de
aceite a medida sin requerir mucho costo o recurrir a una empresa terciaria. Comparado con
otros rubros como el sector financiero, de salud, etc. la mineŕıa recién empieza a despegar en
innovaciones tecnológicas. De este estudio se toma las definiciones de triboloǵıa y su aplica-
ción en mantenimiento minero.

Sánchez Gonzales Jesús Rodolfo,2022, “Aplicación De Monitoreo De Condiciones Para El
Diagnóstico De Fallas De Motor y Transmisión En Cargadores 966h Mediante Uso De Ma-
chine Learning”, Universidad Católica de Santa Maŕıa, Perú.

El mantenimiento basado en condición cobra mayor relevancia ante los elevados costos
de reparación o mantenimiento correctivo que el mantenimiento preventivo no puede evitar,
tiendo un riesgo residual de una posibilidad de falla, ya que las condiciones de operación de
cada flota son diferentes a cada páıs, y en algunos casos a cada región. El estudio propone una
forma de aplicación en el monitoreo de condición basado en elementos de desgaste (cobre,
silicio, fierro, plomo) para revisar el desgaste en el aceite para mejorar el nivel de alerta en
los componentes de motor y transmisión de Cargadores 966 Caterpillar, el algoritmo más
viable para este estudio fue el árbol de clasificación utilizando la herramienta de análisis
estad́ıstico SPSS.
Conclusiones:

Conclusión 1. La nueva propuesta se asocia a nuevos ĺımites condenatorios (se ajustó
los limites condenatorios del motor para: Fe a 43 unidades y Cu en el rango de 6 y
11 unidades), convirtiéndose en poĺıticas de trabajo de monitoreo de condición en la
empresa. Las condiciones del fabricante con la propuesta, difieren principalmente en
Caterpillar que brinda un sistema unidimensional en sus especificaciones de desgaste de
elementos, en comparación con la propuesta que trae reglas matriciales de los ĺımites
condenatorios.

Comentario: Este estudio propone una aplicación de monitoreo de condición desde el punto
de vista de la ingenieŕıa mecánica, por lo que para un experto de mantenimiento es impor-
tante saber que es lo que hace el algoritmo el árbol de decisión es un algoritmo sencillo y
muy explicativo que muestra las reglas que está siguiendo para llegar a una conclusión este
punto es lo que hace a este algoritmo de los utilizados en la bibliograf́ıa revisada.
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2.2. Bases Teóricas

2.2.1. Proceso minero

El proceso productivo de la minera de la cual se obtuvieron los datos es el siguiente:

1. Extracción: Las máquinas perforadoras insertan explosivos que luego de su detonación
dispersan escombros los cuales son cargados a los camiones mineros con destino a la
chancadora.

2. Chancado: El material minado llega al chancador con diversos tamaños y el objetivo
de esta parte del proceso es reducir el tamaño de la roca hasta un mı́nimo de 18cm.

3. Molienda: Luego del chancado, el mineral pasa a la planta concentradora, donde se
produce la molienda. Aqúı, se espera reducir la roca triturada hasta los 0,18mm.

4. Flotación: Se separan los sulfuros de cobre y otros elementos de la roca original. Tam-
bién separamos el molibdeno del cobre.

5. Filtración: Se filtra el concentrado de cobre y llevamos el producto resultante al al-
macén.

6. Transporte: Se utiliza un sistema bimodal (camiones y tren) para conducir el concen-
trado de cobre hasta el puerto de Matarani para su exportación.

2.2.2. Equipo de cargúıo

La cantidad de equipos en una operación minera, como camiones de transporte, per-
foradoras y palas, está determinada por la planificación y estrategia operativa de la mina,
aśı como por las necesidades espećıficas de la operación y las caracteŕısticas del yacimiento.
Pero por diversas circunstancias en nuestra operación hay menos palas en comparación con
otros equipos por ello las palas son consideradas prioritarias en la operación minera. Las
palas son equipos utilizados para cargar material en los camiones de transporte en una mina
a cielo abierto. Esta tarea es esencial para el flujo continuo del proceso de extracción y trans-
porte del material. Concepto de doble motor: Las Palas CAT 6060FS tienen dos motores
en el caso de la operación minera se denominan ”MODIZ.al motor izquierdo y ”MODDE.al
motor derecho si un motor deja de funcionar el otro aegura a continuidad de la operación
procurando mantener la productividad y garantizar la seguridad de los operadores.

2.2.3. Motor Diesel

El motor diesel es una máquina de combustión que aspira aire y lo comprime hasta
alto nivel, sin la necesidad de chispa para el encendido del combustible. Los elementos del
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Tabla 2.1: Especificaciones técnicas Pala hidráulica CAT 6060 FS

Especificaciones técnicas CAT 6060 FS
Modelo de motor DIESEL 2 × Cat® 3512C
Potencia bruta 2.240 kW 3.000 hp
Capacidad del cucharón: pala frontal 34,0 m3 44,5 yd3
Carga útil del cucharón 61 toneladas métricas 67 tons EE.UU.

Fuente: CAT 6060FS Pala Hidráulica

Tabla 2.2: Palas CAT 6060FS y componentes operando

Nombre de
pala

Motor
Derecho
(MODE)

Motor
Izquierdo
(MOIZ)

SH001 ✓ ✓
SH002 ✓ ✓
SH003 ✓ ✓
: ✓ ✓
SH010 ✓ ✓

Fuente: Elaboración propia

motor que forman su constitución pueden dividirse en los siguientes órganos más elementales:
Elementos fijos, que son los que componen la estructura externa de motor, cuya misión es la
de alojar, sujetar y tapar a otros elementos del conjunto, como: el bloque del motor, la culata
(cabeza de cilindros) y su junta, el Carter y su junta, la tapa de balancines. (Reveco Dı́az,
2019).

Modos de falla en motores diesel

Para seleccionar las paradas que pueden ser predecidas se utiliza la norma ISO 14224
es una norma internacional que establece lineamientos para la especificación, recolección y
aseguramiento de la calidad de los datos de confiabilidad y mantenimiento en la industria
petrolera, petroqúımica y de gas natural. La norma tiene como objetivo proporcionar un
conjunto común de definiciones, sistemas de codificación y clasificación de fallas, y prácticas
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recomendadas para la recopilación y análisis de datos de confiabilidad y mantenimiento,
con el fin de mejorar la toma de decisiones en la gestión de activos y el mantenimiento de
equipos. La norma también proporciona un marco para la comparación de la confiabilidad
de los activos entre diferentes instalaciones y empresas. Según esta norma los tipos de falla
de motores diesel son: Las fallas sintomáticas resaltadas de color amarillo son aquellas que

Tabla 2.3: Pruebas para análisis de desgaste

Modo Falla Cód. Definición Descripción
Operacional FTS No arranca al momento de

encender
Incapacidad para arrancar el motor

Operacionales STP No se detiene al momento
de apagar

Incapacidad para detener el motor o
proceso incorrecto de interrupción

Operacional SPS Falsa parada Interrupción inesperada del motor
Operacional OWDOpera sin accionar Arranque no deseado
Operacional BRD Colapso Daños graves ( agarrotamiento , ro-

turas, explosión, etc.)
Sintomáticos HIO Alta enerǵıa de salida Velocidad excesiva/enerǵıa de salida

por encima de lo especificado
Sintomáticos LOO Baja enerǵıa de salida Enerǵıa de salida por debajo de lo

especificado
Sintomáticos ERO Enerǵıa de salida errática Oscilante o fluctuante
Sintomáticos ELF Fuga externa-combustible Fuga de gas combustible o diesel
Sintomáticos ELU Fuga externa-medio de ser-

vicio
Aceite lubricante, refrigerante, etc.

Sintomáticos INL Fuga interna Por ejemplo, fuga de agua del refri-
gerador interno

Sintomáticos VIB Vibración Vibración excesiva
Sintomáticos NOI Ruido Ruido excesivo
Sintomáticos OHE Sobrecalentamiento Temperatura excesiva
Sintomáticos STD Deficiencia estructural Por ejemplo, roturas en la tapa o so-

porte de cilindro
Sintomáticos STD Deficiencia estructural Por ejemplo, roturas en la tapa o so-

porte de cilindro
Fuente: (Reveco Dı́az, 2019)

se tomaran en cuenta en este proyecto.

2.2.4. Mantenimiento Basado en Condición

El mantenimiento basado en Monitoreo de Condición (MBC) tiene como objetivo
principal mejorar la confiabilidad y disponibilidad de los equipos, reducir los costos de man-
tenimiento y minimizar el tiempo de inactividad no planificado. Al implementar un programa
de MBC, se busca monitorear de manera continua el estado de los equipos mediante la medi-
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ción de parámetros f́ısicos, qúımicos y operativos relevantes para detectar signos tempranos
de falla o deterioro y tomar medidas preventivas o correctivas antes de que ocurra una falla
catastrófica. De esta manera, se puede prolongar la vida útil de los equipos, mejorar la segu-
ridad y reducir los costos de mantenimiento y reparación. Para implementar esta estrategia,
es común utilizar técnicas de monitoreo continuo, como la medición de vibraciones, la ter-
mograf́ıa, el análisis de aceite, entre otros. A partir de estos datos, se puede construir una
curva de evolución temporal de condición que representa la tendencia del estado del equipo
a lo largo del tiempo. La curva de evolución temporal de la condición, también conocida
como curva de degradación se utiliza para visualizar cómo cambia la condición de un com-
ponente o sistema a lo largo del tiempo. Esta curva representa la relación entre una medida
de condición y el tiempo de operación del componente o sistema.(Quatrini et al., 2020)

Figura 2.1: Curva de evolución temporal de la condición

Fuente: Elaboración Propia.

La empresa de servicios de mantenimiento SKF encontró que el mantenimiento basado
en condición puede reducir los costos de mantenimiento en un 30-40% y aumentar la vida
útil de los equipos en un 20-50% en comparación con el mantenimiento preventivo basado
en intervalos de tiempo predefinidos(Caroline, s.f.)

2.2.5. Triboloǵıa

Los diccionarios definen la triboloǵıa como la ciencia y la tecnoloǵıa de las superficies
que interactúan en movimiento relativo y de los temas y prácticas relacionados. La triboloǵıa
es el arte de aplicar el análisis operativo a problemas de gran importancia económica, como la
fiabilidad, el mantenimiento y el desgaste de los equipos técnicos, desde las naves espaciales
hasta los electrodomésticos. (Bhushan, 2013). El análisis de aceite es una de las principales
técnicas utilizadas en triboloǵıa para evaluar el desempeño y el estado de las máquinas y los
componentes mecánicos.
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2.2.5.1. Análisis tribologico

El análisis de aceite es una técnica de monitoreo de la condición del lubricante y
de la maquinaria en la que se aplica. Consiste en analizar la composición f́ısico-qúımica del
aceite utilizado en la maquinaria y detectar las impurezas, part́ıculas metálicas, productos
de oxidación y otros contaminantes que puedan haberse acumulado en él. Esta técnica es
ampliamente utilizada en la industria para identificar posibles fallas en los equipos de manera
temprana, lo que permite programar su mantenimiento preventivo antes de que ocurra un
fallo catastrófico. (Mortier et al., 2020). El análisis de aceites tiene dos objetivos principales:

Control de degradación del lubricante: La degradación es el deterioro de las propieda-
des iniciales del aceite, y puede provocar fallas en los sistemas mecánicos. Se observa
su degradación mediante sus propiedades mecánicas, como viscosidad, contenido de
agua, oxidación, nivel de acidez, sulfatación, corrosión, agotamiento de aditivos, etc.
La viscosidad de los aceites es medida por un viscośımetro, mientras que la lectura
de componentes aditivos en ppm (part́ıculas por millón) es realizada mediante FTIR
(espectrometŕıa de transmisión de infrarrojo con transformada de Fourier). En motores
Diesel de camiones, es común encontrar los siguientes elementos como aditivos: potasio,
molibdeno, fósforo, bario, magnesio, calcio, zinc y boro.

Monitoreo del daño mecánico de componentes: A partir de este monitoreo es posible
encontrar evidencia de diversas fallas. Mediante un espectrómetro es posible medir las
concentraciones de elementos resultantes de elementos contaminantes, que pueden cla-
sificarse en elementos de desgaste interno o elementos de contaminación externa. Los
elementos de desgaste interno resultan de una lubricación defectuosa, lo que implica
que exista fricción entre los materiales y finalmente desgaste. En motores Diesel de ca-
miones, es común encontrar los siguientes elementos de desgaste interno: fierro, ńıquel,
cobre, cromo, aluminio y plomo. Los elementos de contaminación externa resultan de
un sellado defectuoso del sistema de lubricación. Es común encontrar como elementos
de contaminación externa en motores Diesel: el sodio, que usualmente significa una
filtración del fluido refrigerante, o silicio, que comúnmente significa una filtración de
polvo al sistema de lubricación.

Determinar el nivel de limpieza del lubricante

Inspeccionar los contaminantes.

Asegurarse que el lubricante en servicio es el correcto.

Monitorear la degradación del lubricante.

Optimizar los intervalos de cambio de aceite.
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2.2.5.2. Pruebas de Análisis de aceite

Las pruebas se dividen en tres categoŕıas: Análisis de contaminación: Se realiza para
determinar si el lubricante se adultera con materiales ĺıquidos o sólidos, comprometiendo su
rendimiento.

Tabla 2.4: Pruebas para análisis de contaminación

Enfoque Prueba

Predictivo

Determinación de concentración de combustible en el lubri-
cante

Determinación de concentración de holĺın en el lubricante

Conteo de part́ıculas sólidas en el lubricante

Determinación de contaminantes por método atómico: Si, Al,
B, Na, K, V, Ba (otros metales del proceso o ambiente)

Análisis de desgaste: Permite analizar elementos que constituyen la metalurgia de los
componentes, por ejemplo: hierro, aluminio, plomo, cobre, cromo, plata y estaño.

Tabla 2.5: Pruebas para análisis de desgaste

Enfoque Prueba

Predictivo

Determinación de concentración de part́ıculas ferromagnéti-
cas por el método de Ferrograf́ıa de lectura directa

Determinación de concentración de glicol en el lubricante

Concentración de part́ıculas ferromagnéticas por el método
cuantificador de part́ıculas ferrosas- ı́ndice PQ

Determinación de la concentración de metales de desgaste por
el método atómico: Fe, Cu, Pb, Sn, Al, Sb, Ni, Cd, Cr, Ag

Fuente: (empty citation)

Análisis de aditivos: Incluye productos qúımicos que confieren nuevas propiedades
espećıficas, mejoran las propiedades del aceite base existente.
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Tabla 2.6: Pruebas para análisis de aditivos

Enfoque Prueba

Proactivo

Viscosidad 100°C-. La viscosidad reporta resultados a 100ºC
o 40ºC y es la más importante caracteristica f́ısica de un lubri-
cante, ya que deben tener y conservar la propiedad de fluir y
proteger las partes de la maquinaria a diferentes temperaturas
y condiciones. La prueba estándar de Viscosidad Cinemática
es la ASTM 0455.

Número Ácido Total (TAN): Indica la acidez relativa del acei-
te.Un incremento repentino del TAN es considerado como un
indicador de condiciones anormales de operación (tal vez so-
brecalentamiento).

Número Básico Total (TBN): Inverso del TAN es una prueba
de titulación utilizada para determinar la reserva alcalina del
lubricante. El TBN es generalmente aceptado como indicador
de la habilidad del lubricante para neutralizar ácidos peligro-
sos formados por la combustión de productos en motores de
combustión interna.

Oxidación, Nitración, Sulfatación, Determinación de aditivos
por el método atómico: Zn, P,Mg,Ca,Mo, B, Ti

2.2.6. Machine learning

Christopher Bishop define Machine Learning o Aprendizaje Automático como un sub-
campo de la informática que se centra en el diseño de algoritmos que pueden aprender de los
datos y hacer predicciones sobre ellos. Una caracteŕıstica clave del aprendizaje automático
es la capacidad de los algoritmos para mejorar su rendimiento en una tarea con experien-
cia o entrenamiento, sin estar expĺıcitamente programado”. (Bishop, 2006). Otra definición
de Kevin Murphy indica lo siguiente: El aprendizaje automático es un conjunto de méto-
dos que pueden detectar automáticamente patrones en los datos y luego usar los patrones
descubiertos para predecir datos futuros o realizar otros tipos de toma de decisiones bajo
incertidumbre”. (Murphy, 2012) Esta definición enfatiza la capacidad del aprendizaje au-
tomático para aprender automáticamente patrones a partir de datos y utilizar.

29



2.2.6.1. Tipos de Machine Learning

1. Aprendizaje supervisado: En el enfoque de Aprendizaje Supervisado el algoritmo
aprende de los datos etiquetados, lo que significa que cada punto de datos está aso-
ciado con una etiqueta o variable objetivo conocida. El objetivo es aprender a asignar
las salidas y desde las entradas x, en su configuración más simple tenemos: dado un
conjunto etiquetado de pares de entrada-salida

D = {(xi, yi)}Ni=1 (2.1)

Donde D se llama conjunto de entrenamiento y N es el número de ejemplos de en-
trenamiento cada entrada de entrenamiento, xi es un vector de números de dimensión
D, que representa, por ejemplo, la altura y el peso de una persona. Estos se denomi-
nan caracteŕısticas, atributos o covariables. De manera similar, la forma de la variable
de salida o respuesta puede, en principio, ser cualquier cosa, pero la mayoŕıa de los
métodos asumen que yi es una variable categórica o nominal de algún conjunto finito,
yi ∈ {1, . . . , c} (como hombre o mujer), o que yi es un escalar de valor real (como el
nivel de ingresos). Cuando yi es categórico, el problema se conoce como clasificación
o reconocimiento de patrones, y cuando yi tiene un valor real, el problema se conoce
como regresión. (Murphy, 2012)

2. Aprendizaje no supervisado: En el enfoque de Aprendizaje no Supervisado el mo-
delo se entrena con datos no etiquetados sin ninguna variable objetivo predefinida.
Entonces los únicos datos de entrada son

D = {(xi)}Ni=1 (2.2)

y el objetivo es encontrar “interesantes patrones” en los datos. Esto a veces se llama
descubrimiento de conocimiento. Este es un problema mucho menos definido, ya que no
se nos dice qué tipos de patrones buscar, y no hay una métrica de error obvia para usar
(a diferencia del aprendizaje supervisado, donde podemos comparar nuestra predicción
de y para un x dado con el valor observado).(Murphy, 2012)

3. Aprendizaje semi supervisado: El aprendizaje semi supervisado es un enfoque de
aprendizaje automático que utiliza tanto datos etiquetados como no etiquetados para
entrenar un modelo. En el aprendizaje semi supervisado, los datos no etiquetados se
utilizan para aprender caracteŕısticas y estructuras subyacentes, mientras que los datos
etiquetados se utilizan para guiar el entrenamiento y mejorar la precisión del modelo.
(Chapelle et al., 2006)

2.2.6.2. Modelos para detección de anomaĺıas

Covarianza Robusta

La covarianza robusta es una medida estad́ıstica utilizada para estimar la matriz de
covarianza de un conjunto de datos que puede contener valores at́ıpicos. A diferencia de los
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métodos clásicos, como la matriz de covarianza emṕırica, que pueden verse significativamen-
te afectados por la presencia de valores at́ıpicos, los métodos de covarianza robusta están
diseñados para proporcionar estimaciones más resistentes a estas desviaciones.Rousseeuw y
Hubert, 2018

Formalmente, dada una muestra de datos X = {x1, x2, . . . , xn} con xi ∈ Rp, la matriz
de covarianza emṕırica S se calcula como:

S =
1

n− 1

n∑
i=1

(xi − x̄)(xi − x̄)⊤, (2.3)

donde x̄ es el vector promedio:

x̄ =
1

n

n∑
i=1

xi. (2.4)

El problema con esta estimación es su sensibilidad a los valores at́ıpicos, lo que puede
llevar a estimaciones sesgadas y varianzas infladas.

Los métodos de covarianza robusta, como elMinimum Covariance Determinant (MCD)
o elMinimum Volume Ellipsoid (MVE), buscan resolver este problema seleccionando un sub-
conjunto de los datos que minimice el impacto de los valores at́ıpicos.

Estimador de Covarianza Mı́nima Determinante (MCD)

El estimador MCD calcula un subconjunto de h observaciones cuya matriz de co-
varianza tiene la determinante más pequeña. Este subconjunto, conocido como conjunto
mı́nimo, se utiliza para estimar la matriz de covarianza y el vector de medias robustos:

µ̂MCD =
1

h

∑
xi∈H

xi, (2.5)

Σ̂MCD =
1

h− 1

∑
xi∈H

(xi − µ̂MCD)(xi − µ̂MCD)
⊤, (2.6)

donde H es el conjunto mı́nimo que minimiza la determinante de la matriz de covarianza.

Propiedades de la Covarianza Robusta

Los métodos de covarianza robusta tienen las siguientes propiedades:

Resistencia a valores at́ıpicos: Proporcionan estimaciones fiables incluso en pre-
sencia de datos fuera de lo común.

Consistencia: Las estimaciones son consistentes cuando el tamaño de la muestra crece.

Eficiencia: Son menos eficientes que los métodos clásicos en datos sin valores at́ıpicos,
pero significativamente mejores en datos con valores at́ıpicos.
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Aplicaciones

La covarianza robusta se utiliza en diversas aplicaciones, como:

Detección de Anomaĺıas: Identificar valores at́ıpicos en conjuntos de datos multi-
variados.

Análisis Discriminante: Construir clasificadores robustos a valores at́ıpicos.

Análisis Financiero: Modelar el riesgo y las relaciones entre activos financieros.

SVM One Class

SVM (siglas del inglés Super Vector Machine) es un algoritmo supervisado de Ma-
chine Learning utilizado es clasificaciones lineales o no lineales, regresiones y detección de
anomaĺıas.Géron, 2017 SVM One Class es una extensión de las máquinas de vectores de
soporte utilizadas principalmente para el problema de detección de anomaĺıas, donde el ob-
jetivo es identificar los datos que se desv́ıan de algún concepto de normalidad. A diferencia de
las SVM tradicionales, que requieren datos de múltiples clases para el entrenamiento, SVM
One-Class se entrena solo con datos que se suponen normales, buscando definir una frontera
que englobe la mayor parte de estos datos. La SVM One-Class fue introducida por Schölkopf
et al. en 2001. La idea central es transformar el problema de detección de anomaĺıas en un
problema de clasificación donde se busca separar la mayoŕıa de los datos normales del origen
(o de los puntos de outliers) con el máximo margen posible. La formulación matemática es
la siguiente: Función Objetivo:

mı́n
w,ξi,ρ

1

2
∥w∥2 + 1

νn

n∑
i=1

ξi − ρ (2.7)

sujeto a:
w · ϕ(xi) ≥ ρ− ξi, ξi ≥ 0, i = 1, . . . , n (2.8)

donde:

w: el vector normal al hiperplano.

ξi: las variables de holgura para cada punto de datos i, que permiten cierto grado de
violación del margen (soft margin).

ρ: el umbral de decisión que se ajusta durante el entrenamiento.

ϕ: representa la función de transformación del kernel, que mapea los puntos de entrada
a un espacio de caracteŕısticas de alta dimensión, potencialmente infinita, donde es
más fácil asegurar una separación.

ν: un parámetro (0 ¡ν ≤ 1) que controla tanto el número de vectores de soporte como
el ĺımite superior en la fracción de outliers.
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Isolation Forest

Isolation Forest, creado por T. et al., 2008, es un algoritmo de detección de anomaĺıas
basado en el concepto de identificar anomaĺıas en lugar de perfilar puntos de datos normales.
El método se construye sobre la base de árboles de decisión, o más espećıficamente, árboles
de aislamiento, que son árboles binarios propios donde cada nodo tiene exactamente cero o
dos nodos hijos. Un árbol binario propio es un árbol en el que cada nodo, excepto las hojas,
tiene dos hijos.

La estrategia general primero consiste en codificar un árbol, luego construir un bosque
de árboles (ensamblaje) y, finalmente, medir cuán lejos llega una instancia determinada en
cada árbol y determinar si es un valor at́ıpico. Para detectar anomaĺıas, el método ordena los
puntos de datos según sus longitudes de camino o puntuaciones de anomaĺıa, y las anomaĺıas
son puntos que están clasificados en la parte superior de la lista.T. et al., 2008 definen las
longitudes de camino y las puntuaciones de anomaĺıa de la siguiente manera. Definición de
longitud de camino: La longitud de camino h(x) de un punto x se mide por el número de
aristas que x atraviesa en un árbol de aislamiento desde el nodo ráız hasta que el recorrido
termina en un nodo externo. Definición de puntuación de anomaĺıa: Dado que los árboles
de aislamiento tienen una estructura equivalente a los árboles de búsqueda binaria o BSTs,
la estimación de la media de h(x) para terminaciones en nodos externos es la misma que la
longitud media de camino de una búsqueda fallida en BST. Dado un conjunto de datos de
n instancias, la longitud media de camino de una búsqueda no exitosa es:

c(n) = 2H(n− 1)− 2(n− 1)

n
(2.9)

donde H(i) es el número armónico. Este puede ser estimado por ln(i)+ 0.5772156649 ln(i)+
0.5772156649 (la constante de Euler-Mascheroni). Dado que c(n) es el promedio sobre h(x)
dado n, se puede usar para normalizar h(x). La puntuación de anomaĺıa s de una instancia
x se define como:

s(x, n) = 2−
E(h(x))

c(n) (2.10)

E[h(x)] es el valor esperado de la longitud del camino para todo el bosque y el exponente
E[h(x)]/c(n) es una medida de cuánto se desv́ıa la longitud promedio del camino para el
punto x en comparación con la longitud promedio del camino para cualquier punto. Si la
puntuación de anomaĺıa s en la Ecuación 2.5 está cerca de 1, entonces es probable que x sea
una anomaĺıa. Si s es menor que 0.5, entonces es probable que x sea una observación normal.
Si para una muestra dada todas las instancias se les asigna una puntuación de anomaĺıa
alrededor de 0.5, entonces no hay una anomaĺıa distintiva entre todas las instancias.
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Figura 2.2: Ilustración de dos consultas de bifurcación diferentes en un bosque de aislamiento.

Fuente:(OZAKI, s.f.) with Python.

El bosque de aislamiento no depende de ninguna medida basada en la distancia o la
densidad para identificar anomaĺıas, por lo que es rápido y poco costoso desde el punto de
vista informático. para identificar anomaĺıas, por lo que es rápido y poco costoso desde el
punto de vista computacional. Los bosques de aislamiento también son escalables, ya que sus
requisitos computacionales y de memoria son bajos en comparación con otras alternativas
comunes [20]. Es fácil de implementar en Python y no requiere etiquetas. Python y no
requiere etiquetas, por lo que es una opción adecuada para esta tesis.

Principal Componente Analysis

Dado un conjunto de variables correlacionadas presentadas en forma de matriz am-
plia,donde las filas son las observaciones y las columnas las variables, PCA aplica una trans-
formación ortogonal para convertir este conjunto de datos en un grupo de valores linealmente
no correlacionados, los Componentes Principales (PC) (Kimera & Nangolo, 2022). Es decir,
el PCA transforma variables discretas en coeficientes no correlacionados que pueden interpre-
tarse geométricamente como las proyecciones de las observaciones hacia los PC (de Carvalho
Michalski & de Souza, 2022)

Los Componentes Principales (PC) se organizan en función de su varianza, comen-
zando con el componente que posee la mayor varianza y continuando en orden decreciente.
El primer componente principal captura la mayor cantidad de información del conjunto de
datos. En consecuencia, el segundo componente, que es ortogonal al primero, retiene la ma-
yor parte de la información que el primer componente no captura. Este proceso se repite
para los componentes subsiguientes, donde cada uno almacena la información restante no
retenida por sus predecesores. El Análisis de Componentes Principales (PCA) pone énfasis
en la varianza, manteniendo en cuenta las covarianzas y correlaciones. Generalmente, en
análisis subsecuentes, se consideran solo los dos o tres primeros componentes, ya que son los
que tienen la varianza más alta. Aspectos claves de PCA:
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1: Input: Data X, number of trees T , subsample size s
2: Output: Anomaly scores for each instance in X
3: procedure IsolationForest(X,T, s)
4: Initialize forest F as an empty list
5: for t = 1 to T do
6: St ← random sample of s instances from X
7: Treet ← IsolationTree(St, 0)
8: Add Treet to F
9: end for
10: return AnomalyScore(X,F )
11: end procedure

12: procedure IsolationTree(S, e)
13: if |S| ≤ 1 or depth limit reached then
14: return leaf node with size |S|
15: else
16: Randomly select a feature i and split value p from range of i in S
17: Sleft ← {x ∈ S : xi < p}
18: Sright ← {x ∈ S : xi ≥ p}
19: Create a node with feature i, split p, left child IsolationTree(Sleft, e+1), right

child IsolationTree(Sright, e+ 1)
20: return node
21: end if
22: end procedure

23: procedure AnomalyScore(X,F )
24: Initialize scores as zero vector of length |X|
25: for each instance x in X do
26: h← 0
27: for each tree T in F do
28: h← h+ path length of x in T
29: end for
30: scores[x] ← exponential of average h
31: end for
32: return scores
33: end procedure
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Figura 2.3: Vista esquemática del flujo de trabajo del PCA. La definición de los componentes
principales (PCs) se puede obtener mediante la descomposición en valores propios (EVD) de
la matriz de covarianza de las variables.

Transformación Lineal: PCA transforma las variables originales en un nuevo conjunto
de variables, las componentes principales, que son ortogonales (independientes) entre
śı.

Varianza Máxima: Las componentes principales se ordenan de manera que la primera
captura la mayor varianza posible dentro del conjunto de datos, la segunda captura
la mayor varianza restante bajo la restricción de ser ortogonal a la primera, y aśı
sucesivamente.

Reducción de Dimensionalidad: A menudo, las primeras pocas componentes principales
pueden capturar una gran parte de la varianza total de los datos originales. Por lo tanto,
se pueden usar para reducir el número de dimensiones del conjunto de datos con una
pérdida mı́nima de información.

Aplicaciones: PCA es útil en el análisis exploratorio de datos, para visualizar relaciones
genéticas y patrones en grandes conjuntos de datos, en el preprocesamiento de datos
para algoritmos de aprendizaje automático, y en la compresión de imágenes, entre
otros.
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Método: Matemáticamente, PCA implica el cálculo de la matriz de covarianza de los
datos, seguido de la aplicación del teorema espectral para encontrar sus vectores pro-
pios (componentes principales) y valores propios (que indican la cantidad de varianza
capturada por cada componente).

Los métodos de clustering tienen como objetivo agrupar puntos de muestras simila-
res. Se utilizan en aplicaciones como reconocimiento de patrones, análisis de imágenes, la
bioinformática y el análisis de información. Las técnicas de agrupación pueden dividirse en
dos categoŕıas: basadas en particiones y jerárquicas . Un ejemplo de clustering en particiones
es K-means, que crea K-clusters basado en una partición Voronoi del espacio de caracteŕısti-
cas. Del mismo modo, el clustering basado en modos crea una participación asignando cada
observación a un modo de estimación de densidad.Por otra parte la agrupación jearquica
produce una representación de los objetos basada en un arbol.(Cabezas Luben, 2023)

K Means

El algoritmo K-Means funciona dividiendo un conjunto de datos en K grupos, donde
cada grupo se caracteriza por su centroide . El algoritmo comienza seleccionando K centroide
inicial y luego asigna iterativamente cada punto de datos al centroide más cercano. Luego,
los centroides se actualizan en función de los puntos que se les asignan. Este proceso se
repite hasta que los centroides dejan de cambiar o se alcanza un cierto número de iteracio-
nes.(Zulfauzi et al., 2023). En el contexto del algoritmo K-Means, un centroide es un punto
representativo de un grupo (Ibrahim et al., 2016).

En el problema de agrupamiento, se nos proporciona un conjunto de entrenamiento
x(1), ..., x(m) y queremos agrupar los datos en algunos ”gruposçohesivos. Aqúı, se nos propor-
cionan vectores de caracteŕısticas para cada punto de datos x(i) ∈ Rn como de costumbre;
pero no hay etiquetas y(i). Nuestro objetivo es predecir k centroides y una etiqueta c(i) para
cada punto de datos.(Piech, 2013) El algoritmo de agrupamiento de k-medias se describe en
Algoritmo 1:

Algorithm 1 Algoritmo de Agrupamiento K-Means

1: Elegir el número de clústeres K
2: Inicializar los centroides µ1, µ2, . . . , µK aleatoriamente
3: repeat
4: Asignar los puntos al centroide más cercano para formar K clústeres
5: for cada clúster k = 1 hasta K do
6: Calcular el centroide del clúster k como la media de los puntos en k
7: end for
8: until los centroides no cambien

Es importante señalar que la ubicación inicial de los centroides puede tener un impacto
significativo en los grupos finales. Para mitigar esto, el algoritmo se puede ejecutar varias
veces con diferentes inicializaciones y los resultados se pueden promediar para obtener un
conjunto de clústeres más estable y confiable. El algoritmo K-Means generalmente se evalúa
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utilizando una métrica de rendimiento llamada suma de errores cuadrados dentro del clúster
(WCSS). El WCSS es una medida de qué tan bien están agrupados los puntos de datos
dentro de cada grupo.(Zulfauzi et al., 2023)

WCSS =
∑
i

= K
∑
x

∈ Ci(x− µi)
2 (2.11)

donde K es el número de grupos, C es el conjunto de puntos de datos en el grupo i ,
µ es la media de los puntos de datos en el grupo i y x es un punto de datos.

Figura 2.4: Ejemplos de entrenamiento (a) Conjunto de datos originales. (b) Centroides
de conglomerados iniciales aleatorios. (cf) Ilustración de la ejecución de dos iteraciones de
k-medias.

Fuente:(Nicole, s.f.)

2.2.6.3. Modelos a usar para clasificación de condición

Random Forest
Random Forest es un algoritmo de aprendizaje automático que combina múltiples árboles
de decisión para realizar una tarea de clasificación o regresión. Cada árbol de decisión en un
Random Forest es construido utilizando un subconjunto aleatorio de las caracteŕısticas del
conjunto de datos y una muestra aleatoria de los datos de entrenamiento. La predicción final
se hace tomando la mayoŕıa de las predicciones de los árboles individuales. Esta técnica de
combinación de modelos ayuda a reducir la varianza y el sobreajuste de los modelos indivi-
duales. (Breiman, 2001) Para crear nodos de decisión precisos, existen distintos algoritmos
de decisión. Sin embargo todos operan de manera similar, primero se examinan las variables
yy los criterios de decisión disponibles, y luego se selecciona el que tenga la mejor medida
de evaluación. Las métricas de decisión mas usadas, corresponden a(Cutler et al., 2007):

Índice Gini Sean p y q la probabilidad de acierto y falla en su respectivo orden.A
mayor ı́ndice Gini mayor pureza en los nodos, se calcula Gini = p2 + q2
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Ganancia de la información,Sea p y q la probabilidad de acierto y falla en su
respectivo orden y Entropia = −p log2(p)− q log2(q) una Entroṕıa menor significa que
el modelo ha separado de manera más efectiva las clases.

El algoritmo Random Forest es altamente escalable, robusto y puede manejar datos con alta
dimensionalidad. También es resistente a valores at́ıpicos y no requiere mucha preparación
de datos. Además, es fácil de entender e interpretar debido a la naturaleza del modelo de
árbol de decisión subyacente.(Cutler et al., 2007)

Figura 2.5: árbol de desición vs Random Forest

Fuente:(OZAKI, s.f.) with Python.

Algorithm 2 Algoritmo de Random Forest

Construir un modelo de Random Forest para clasificación o regresión Entrada: Datos de
entrenamiento, número de árboles N , número de caracteŕısticas a considerar en cada división
m Inicializar el conjunto de árboles {T1, T2, ..., TN}
for i← 1 N do Generar una muestra bootstrap de los datos de entrenamiento Construir el
árbol de decisión Ti utilizando la muestra bootstrap:

while no se alcanza el criterio de parada do Seleccionar al azarm caracteŕısticas Realizar
la mejor división del nodo usando las m caracteŕısticas Dividir el nodo en dos nodos hijos
Salida: El modelo de Random Forest formado por los árboles {T1, T2, ..., TN}

Red Neuronal Artificial
La arquitectura del modelo Red Neuronal Artificial consiste en ordenar el número de capas
ocultas, el número de neuronas en cada capa oculta y su conexión, y se utiliza en la Multilayer
Layer Perceptron y se entrena mediante el algoritmo de retropropagación (Karaca, 2016).La
función de activación utiliza para resolver el problema complejo y no lineal que permite
alcanzar su mejor rendimiento al controlando la salida de cada neurona en la capa oculta y
en la capa de salida.(Popov et al., 2022) Un algoritmo Un algoritmo de aprendizaje es un
procedimiento sistemático paso a paso mediante el cual el peso de conexión entre neurona se
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ajustan para minimizar la diferencia entre la salida prevista y la real del modelo. y controlado
por el parámetro de aprendizaje, como la tasa de aprendizaje y el impulso . El conocimiento
que la red adquiere durante el aprendizaje se codifica impĺıcitamente en sus pesos numéricos
y valores de sesgo. Cada capa de la red neuronal actúa como puente entre el parámetro de
entrada y el de salida. Un sesgo es un parámetro constante adicional en la red neuronal que
se utiliza para ajustar la salida junto con la suma ponderada de las entradas a la neurona.
Aśı, un sesgo mueve la función de activación a izquierda o derecha, arriba o abajo en el
gráfico. La salida de la red neuronal MLP viene dada por la Ec.(Atma Ram Sahu, 2020)

Algorithm 3 Propagación hacia Adelante en una Red Neuronal

Inicializar pesos y sesgos de la red neuronal
Definir la función de activación f (por ejemplo, sigmoide o ReLU)
Inicializar los valores de entrada x

function ForwardPropagation(x)
a(1) ← x ▷ Activación de la capa de entrada
for l desde 2 hasta L do ▷ Para cada capa oculta y de salida

z(l) ←W(l)a(l−1) + b(l) ▷ Combinación lineal
a(l) ← f(z(l)) ▷ Aplicar función de activación

end for
return a(L) ▷ Salida de la capa de salida

end function

xentrada ← datos de entrada
yverdadera ← valores verdaderos (etiquetas)
ŷ← ForwardPropagation(xentrada) ▷ Obtener predicciones

Calcular la función de pérdida J(yverdadera, ŷ)
Aplicar el algoritmo de retropropagación para ajustar los pesos y sesgos =0

Elementos básicos que componen una red neuronal artificial

Está constituida por neuronas interconectadas los datos ingresan por medio de la
“capa de entrada”, pasan a través de la “capa oculta” y salen por la “capa de salida”. Cabe
mencionar que la capa oculta puede estar constituida por varias capas.

1. Función de entrada: La neurona trata a muchos valores de entrada como si fueran uno
solo, las entradas (ini1, ini2, ...)se combinan a través de la función de entradaque se
calcula a partir de un vector de entrada:

inputi = (ini1 ∗ wi1) ∗ (ini2 ∗ wi2) ∗ ... ∗ (inin ∗ win) (2.12)

donde: * representa un operador(sumatoria, producto,etc) n es el número de entradas
a la neurona Ni y wi al peso.
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Figura 2.6: Estructura de una neuronal artificial

2. Función de activación:La función de activación en una red neuronal es una transforma-
ción matemática aplicada a la salida de una neurona o capa de neuronas. Su propósito
es introducir no linealidad en el modelo, lo que permite a la red aprender y modelar
relaciones complejas entre los datos de entrada y salida. Sigmoide: σ(x) = 1

1+e−x , que
introduce una curva en forma de S.

3. Función de salida: La función de salida en una red neuronal artificial es la última
operación que se realiza sobre las señales procesadas dentro de la red. Su objetivo
es convertir la representación interna de la red en una forma que sea adecuada para
la tarea espećıfica, como clasificación o regresión. Dado que nuestra clasificación es
multiclase se utiliza la función softmax, que generaliza la función sigmoide a múltiples
clases:

yi =
exi∑
j e

xj
(2.13)

Aqúı, yi es la probabilidad de que la entrada pertenezca a la clase i, y xi son las
activaciones de la última capa para la clase i.

Aunque los modelos complejos de aprendizaje automático (p. ej., bosque aleatorio,
redes neuronales) suelen superar a los modelos interpretables tradicionales y sencillos (p. ej.,
regresión lineal, árbol de decisión), en el ámbito industrial, a los ingenieros de confiabilidad
les resulta dif́ıcil entender y confiar en estos modelos complejos debido a la falta de intuición
y explicación de sus predicciones.ElShawi et al., 2018

La elección de la función de salida adecuada es esencial para el rendimiento de la red
neuronal, y debe alinearse con los objetivos del modelo y la naturaleza de los datos de salida.
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2.2.6.4. Técnicas de explicabilidad de modelos

La explicabilidad de los modelos de machine learning es crucial en muchos secto-
res, incluido el monitoreo y análisis de muestras de aceite para clasificar si son normales o
anómalas. Esta importancia se debe a varias razones clave que impactan tanto el aspecto
operacional como el de confianza y responsabilidad en las decisiones automáticas:

Comprensión y Confianza: Confianza de los Usuarios: En el contexto industrial, donde
las decisiones pueden tener consecuencias significativas sobre la producción, la seguri-
dad y los costos, es esencial que los operadores y técnicos conf́ıen en las herramientas
que utilizan. Si un sistema de machine learning proporciona explicaciones claras de
por qué una muestra de aceite se clasifica como anómala, los usuarios estarán más
inclinados a confiar y actuar de acuerdo con estas recomendaciones.

Comprensión de la Decisión: Las explicaciones ayudan a los usuarios a entender por
qué el modelo ha llegado a una conclusión espećıfica. Esto es especialmente valioso en
situaciones donde el resultado del modelo contradice las expectativas o la experiencia
previa.

Decisiones Informadas: Cuando el modelo identifica una muestra de aceite como anóma-
la, una explicación detallada de esta clasificación puede guiar a los técnicos sobre qué
acciones correctivas tomar, basándose en qué caracteŕısticas influyeron más en la deci-
sión.

Validación y Ajuste de Respuestas: La explicabilidad permite a los expertos validar
y ajustar las recomendaciones del modelo, asegurando que las acciones tomadas sean
justificadas y adecuadas, minimizando aśı los errores costosos.

Mejora Continua del Modelo: Diagnóstico de Errores: Las explicaciones proporcionan
insights sobre el funcionamiento interno del modelo, lo que puede ayudar a identificar
cuándo y por qué el modelo falla. Esto es crucial para iterar y mejorar el modelo
continuamente, ajustando o reentrenando con nuevos datos para manejar mejor las
situaciones que el modelo no hab́ıa previsto inicialmente.

Identificación de Sesgos: Explicar las decisiones del modelo también puede ayudar a
detectar sesgos en los datos o en el aprendizaje del modelo, lo que es esencial para
mantener la integridad y la justicia de las aplicaciones automáticas.

Fomentar la Adopción de Tecnoloǵıa: Aceptación de la IA: En sectores tradicionalmente
conservadores o donde las decisiones tienen altos costos asociados (como en la industria
de la enerǵıa y la manufactura), la explicabilidad es clave para fomentar la adopción
de nuevas tecnoloǵıas. Al disipar dudas sobre la çaja negra”de los modelos de IA, las
empresas pueden sentirse más seguras al integrar estas tecnoloǵıas en sus operaciones
diarias.

Las técnicas de explicabilidad revisadas en este trabajo son:
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LIME (Local Interpretable Model-Agnostic Explanations) es una técnica de inter-
pretabilidad local que se basa en la suposición de que el ĺımite de decisión de un modelo
complejo de aprendizaje automático es aproximadamente lineal en las proximidades del pun-
to de datos que se desea explicar. Para ello, LIME genera una muestra perturbada alrededor
del punto de interés, obtiene las predicciones del modelo complejo para cada punto de la
muestra, asigna pesos a los puntos en función de su proximidad al original, ajusta un modelo
interpretable como un modelo lineal o un árbol de decisión utilizando la muestra perturbada,
las predicciones y los pesos, y finalmente interpreta el modelo interpretable para obtener una
explicación local del comportamiento del modelo complejo en ese punto espećıfico. La técnica
LIME7 es valiosa para comprender el funcionamiento de modelos complejos de aprendizaje
automático, especialmente en aquellos casos donde la interpretabilidad es crucial, ya que
permite identificar las caracteŕısticas más importantes que influyen en las predicciones del
modelo en puntos espećıficos de datos.ElShawi et al., 2018

SHAP SHAP (SHapley Additive exPlanations) es una técnica avanzada en la cien-
cia de datos para la interpretación de modelos de aprendizaje automático. Se basa en la
teoŕıa de juegos cooperativos, espećıficamente en los valores de Shapley, para proporcionar
explicaciones precisas del efecto de cada caracteŕıstica en la predicción de un modelo.

SHAP es valorado por su capacidad para ofrecer interpretaciones tanto globales co-
mo locales de modelos complejos, siendo compatible con cualquier modelo de aprendizaje
automático.ElShawi et al., 2018 Explicabilidad se refiere a la propiedad de un modelo de ser
explicable en términos humanos. Es decir, qué tan bien puede un modelo explicar, en térmi-
nos que los humanos puedan entender, las razones detrás de sus decisiones o predicciones.
La explicabilidad es crucial en áreas donde es importante justificar, validar o verificar las
acciones recomendadas o tomadas por un modelo de IA.

GridSearchCV GridSearchCV(Grid Search) algoritmo comúnmente empleado para
la puntuación de modelos y el ajuste de hiperparámetros, para ello entrena modelos por
cada posible combinaciones de los parámetros y puntuando los modelos para seleccionar el
de mejor rendimiento. Es efectivo para bases de datos pequeñas y pocos parámetros. También
ofrece control sobre las combinaciones deseadas de hiperparámetros.

Para empezar con la búsqueda se requiere de un estimador(modelo usado), param grid
(un diccionario de los hiperparámetros y los valores a probar), scoring (criterio de evaluación
del algoritmo) y cv (numero de bloques para la validación cruzada). Posteriormente, se
entrena el modelo con el conjunto de entrenamiento y prueba. Finalmente, el resultado es
el conjunto de salidas best estimator(mejor estimador), best score (mejor puntaje) y best
params(mejores parámetros)

Majority Voting Majority Voting (Voto mayoritario), esta técnica de agregación
permite que varios modelos colaboren y tomen decisiones en grupo, para generar predicciones
acertadas. Imitando el proceso de voto, los modelos votan por cada predicción generada por
modelo para decidir por mayoŕıa de votos la mejor predicción.

El proceso consiste en tres fases:
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1. Fase de entrenamiento: Recopilación de modelos de aprendizaje automático como
SVM(máquinas de vectores de soporte), Random Forest (árboles de decisión) y regresión
loǵıstica. Después se debe usar el mismo conjunto de datos para entrenar cada modelo.

2. Fase de predicción: Al entrar un nuevo conjunto de prueba, cada modelos recibirá
el conjunto como entrada. Los modelos generan sus predicciones independientes. Y cada
predicción es tratada como voto para cada etiqueta evaluada.

3. Fase de mayoritario: Finalmente se decide la predicción por la etiqueta con mayor
cantidad de votos de los modelos. De haber un empate, se selecciona una estrategia de
desempate.

2.3. Metodoloǵıa

La metodoloǵıa que se describe se basa en los pasos generales para la construcción
de los modelos de Machine Learning, estos pasos son comunes a la mayoŕıa de los proyectos
de Machine Learning y se han convertido en una metodoloǵıa estándar en la industria de la
ciencia de datos.

1. Revisión bibliográfica: Se lleva a cabo una investigación de fuentes bibliográficas rele-
vantes y un análisis preliminar del proceso minero, de los equipos utilizados en la mina
y sobre el Análisis tribológico llevado a cabo en la operación minera.

2. Recopilación de muestras de aceite de motores.

3. Recopilación de fechas de paradas no programadas que tengan como modo de falla el
motor diesel.

4. Análisis exploratorio de datos para identificar valores faltantes, valores extremos, dis-
tribución de los datos, entre otros aspectos importantes. En el preprocesamiento se
limpian estos datos, es decir, se eliminan valores faltantes y extremos además de datos
que no sean necesarios para el análisis.

5. El etiquetado de los datos es diferente para cada uno de los modelos predictivos, por
lo que se especificará dicho proceso para cada modelo en el capitulo de desarrollo.

6. Se entrenarán los modelos de machine learning utilizando los datos preprocesados.

7. Se llevará a cabo un análisis de los resultados obtenidos por cada modelo y se pro-
pondrán recomendaciones para mejorar el sistema de monitoreo de condición con la
implementación de los modelos.
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Figura 2.7: Esquema de Metodoloǵıa

2.4. Método de desarrollo

2.4.1. Tipo de Estudio

Este estudio incluye una etapa inicial de exploración de los parámetros de las muestras
antes de aplicar los modelos de machine learning por lo que incluye elementos de un análisis
exploratorio, también se analiza el resultado de emplear los algoritmos de machine learning
sobre muestras de aceite de un motor de pala CAT6060fs, debido a que es la primera vez
que se realiza en un estudio. Pero luego de pasar está etapa el estudio tiene una orientación
descriptiva.
Según (Hernández Sampieri et al., 2014) un estudio de tipo descriptivo se define como un es-
tudio que busca especificar propiedades y caracteŕısticas importantes de cualquier fenómeno
que se analice, además de describir las posibles tendencias de un grupo o muestra. En la
presente investigación se busca especificar los parámetros que tienen más relevancia en un
análisis tribologico de motores de Palas CAT6060fs, además de describir las tendencias de
cada parámetro para poder predecir sus valores en el futuro. Además siguiendo la definición
de estudio descriptivo (Hernández Sampieri et al., 2014). Se aplica procesos y modelos de
datos ya establecidos y estructurados por los estudios previos de machine learning los cuales
contribuyen al análisis de las muestras de aceite,descripción de vida útil de los motores y pre-
dicción de posibles fallas en los motores de Palas CAT6060fs. Por lo tanto esta investigación
es de tipo descriptivo.

45



Caṕıtulo 3

Desarrollo

3.0.1. Recopilación de datos

Se extrae las muestras de aceite de los motores, cada muestra tiene 64 parámetros,
solo se extraen las muestras de los equipos mencionados anteriormente, además de solo tomar
los datos de motores diesel:

Tabla 3.1: Parámetros en muestras de aceite

Información general 64 Parámetros
Cód. EquipoFecha Hr.Equipo Hr.Componente TBN ... Viscosidad

100°
1290 SH001 9/08/2014 663 663 8.97 ... 15.33
1290 SH002 9/08/2014 663 663 8.97 ... 14.83
1906 SH002 24/09/2014805 805 8.71 ... 13.85
1248 SH002 5/08/2014 635 635 9.26 ... 15.73
801 SH002 29/06/2014273 635 9.61 ... 15.18
211 SH001 6/05/2014 293 293 9.18 ... 14.84
245 SH001 9/05/20143607 3607 9.24 ... 14.82
10126 SH001 7/08/20153607 3607 9.46 ... 14.59
... ... ... ... ... ... ... ... ...

Los datos aceites se pueden encontrar en el siguiente link:

https://drive.google.com/drive/folders/

1buav9WdZJ4C3S77dSCZCzNrNs61je Tv?usp=sharing

Se extraen las fechas de falla no planificados de tipo sintomático perteneciente a los
motores: Se sabe que el cambio de aceite se cambia en cada PM del equipo que consta de
250h,se consideran las muestras de aceite cuyas las horas en el motor no cumplieron con su
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Tabla 3.2: Fechas de Paradas no programadas

Turno Equipo Comentarios Tipo
07-Feb-2018D SH001 0100 Cambio de AC Unplanned Equipment

Loss
05-Feb-2018D SH001 0100 Cambio de AC Unplanned Equipment

Loss
20-Jun-2018N SH002 0100 0100 Evaluación de

motor baja presion de ac
motor - cambio de motor

Unplanned Equipment
Loss

04-Sep-2018N SH002 0100 Cambio de aceite de
motor por condición

Unplanned Equipment
Loss

... ... ... ...

ciclo de vida completo.

3.0.2. Modelo 1: Detección de anomaĺıas

Se propone detectar anomaĺıas con algoritmos especializados en la detección de ano-
maĺıas aplicando un enfoque no supervisado(sin etiquetas previas) y sobre los parámetros
de desgaste y contaminación que están relacionados con a condición del componente adicio-
nando la recomendación de la Norma ASTM que recomienda considerar el 6% de datos más
alejados a la media como anómalos.

3.0.2.1. Selección de caracteŕısticas

Comparamos las caracteŕısticas seleccionadas en la bibliograf́ıa revisada.

1. Modeling and classifying the in-operando effects of wear and metal contaminations of
lubricating oil on diesel engine: A machine learning approach.Rahimi et al., 2022

2. Análisis predictivo de activos mineros para obtención de intervalo de falla mediante
algoritmos de machine learningReveco Dı́az, 2019

3. Automating predictive maintenance using oil analysis and machine learningKeartland
y van Zyl, 2023.

4. A review on lubricant condition monitoring information analysis for maintenance de-
cision support.Wakiru et al., 2019

5. Predicting motor oil condition using artificial neural networks and principal component
analysis.Rodrigues et al., 2020

47



6. Oil condition monitoring, an AI application study using the Classification Learner
Technics.Grebenişan1 et al., 2019

Tabla 3.3: Selección de caracteŕısticas según la bibliograf́ıa revisada

1 2 3 4 5 6
Hierro (Fe) (ppm) X X X

Vis40 X
Vis100 X X X
TBN X

Número de Ácido Total (TAN) X
Boro (B) (ppm) X X
Bario (Ba) (ppm) X
Calcio (Ca) (ppm) X X

Magnesio (Mg) (ppm) X X
Molibdeno (Mo) (ppm) X

Fósforo (P) (ppm) X X
Sodio (Na) (ppm) X X X X
Silicio (Si) (ppm) X X X
Zinc (Zn) (ppm) X X

Agua X
Glycol X

Vanadio (V) (ppm) X X
Potasio (K) (ppm) X

Silicio (ppm) X
Sodio (ppm) X
Boro (ppm) X X

Cromo (Cr) (ppm) X X
Aluminio (Al) (ppm) X X
Nı́quel (Ni) (ppm) X
Estaño (Sn) (ppm) X X
Plomo (Pb) (ppm) X X X
Cobre (Cu) (ppm) X X X

Part́ıculas (PQ) (ppm) X

Cada muestra de aceite cuenta con 64 parámetros diferentes pero no todos son relevantes
al hallar anomaĺıas de la muestra que indiquen problemas potenciales, por ello basados en
la recopilación de la literatura y la experiencia de los ingenieros de confiabilidad se elige
las siguientes caracteŕısticas a evaluar para el modelo 1 por ser indicadores de anomaĺıas y
determinar una falla a largo y corto plazo:

Sodio (Na), Silicio (Si), Vanadio (V), Titanio (Ti), Plata (Ag), Nı́quel (Ni), Aluminio
(Al), Plomo (Pb), Estaño (Sn), Cobre (Cu), Cromo (Cr), Hierro (Fe).
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Viscosidad a 100C (en unidades de centiStokes cST).

Holĺın (en porcentaje)

Sulfatación (en unidades de absorbancia abs/0.1 mm).

Nitración (en unidades de absorbancia abs/0.1 mm)

Oxidación (en unidades de absorbancia abs/0.1 mm)

Contenido de agua (en porcentaje)

Número total de Base TBN

Part́ıculas Ferrosas

Contaminantes especiales: Glycol y Diesel

Turbidez NTU

3.0.2.2. Preprocesamiento

El preprocesamiento inicia con la limpieza de datos utilizando la libreria Numpy de
Python y se convierte en NaN a los valores no numéricos.

Antes de realizar cualquier análisis estad́ıstico, se debe manejar los valores faltantes
y determinar de que tipo de valores perdidos tenemos:

MCAR(falta completamente al azar): estos valores no dependen de ninguna otra ca-
racteŕıstica.

MAR (ausente al azar): estos valores pueden depender de algunas otras caracteŕısticas.

MNAR (Missing not at random): estos valores faltantes tienen alguna razón por la que
faltan.

La Figura 3.1 muestra valores NaN en los parámetros Holĺın, Sulfatos, Cloruros, Nitración,
Oxidación, Agua, Titanio, Plomo, Estaño.
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Figura 3.1: Distribución de valores perdidos

La matriz de correlación de nulidad en la Figura 3.2 mide la presencia simultánea de
valores nulos (faltantes) en pares de variables.

Se presentan fuertes correlaciones de nulidad entre las variables ’SulfataciónABS cm’,
’Nitración’, ’OxidaciónABS cm’ tienen una alta correlación de nulidad (0.9). Esto sugiere
que cuando una de estas variables tiene un valor nulo, la otra también tiende a tener un
valor nulo. Las fuertes correlaciones entre SulfataciónABS cm, NitraciónABS cm y Oxida-
ciónABS cm sugieren que los métodos de imputación de valores nulos deben considerar estas
relaciones. Cloruros 0 400 ppm tiene correlaciones negativas débiles con SulfataciónABS cm,
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NitraciónABS cm, OxidaciónABS cm y Agua , lo que sugiere una ligera tendencia de que
cuando Cloruros 0 400 ppm tiene valores nulos, estas variables tienden a no tener valores
nulos, aunque esta tendencia es muy débil. Las variables Nı́quelppm, Aluminioppm, Plo-
moppm, y Estañoppm tienen correlaciones muy bajas con otras variables, indicando que los
valores nulos en estas variables no están fuertemente relacionados con los valores nulos en
otras variables. En cuanto a las variables Titanio y Cloruros 0 400 ppm debido a su alto
nivel de valores faltantes y u poca relevancia en el analisis de aceite se descartan para el
analisis.

Figura 3.2: Correlación de nulidad entre variables

51



Manejo de datos faltantes

Primero se experimento el método de imputación por mediana por que se utiliza
en conjuntos de datos con caracteŕısticas numéricas. Se selecciona la mediana porque es
menos sensible a los valores at́ıpicos en los datos que la media y es especialmente útil cuando
la distribución de los datos no es simétrica. Este método asegura que los valores imputados
son realistas y no están influenciados por valores extremos.Keartland y Zyl, 2020

Sin embargo, luego de revisar la correlación entre datos y se evalúa aquellos con
mayor correlación por que el metodo KNN Imputer puede resolver mejor la imputación, de
esta manera se tiene:

Figura 3.3: Matriz de correlación con las caracteŕısticas seleccionadas para la detección de
anomaĺıas
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Figura 3.4: Imputación para Nitracion cm y OxidaciónABS cm

Tipo de Datos Datos Originales Imputación por Media Imputación KNN
Error Cuadrático Medio 53.08848296609899 106.75343785837318 50.62954955815517

Tabla 3.4: Comparación del Error Cuadrático Medio para diferentes métodos de imputación
para Sulfatación y Oxidación

Las diferencias entre los MSE son muy pequeñas, lo que sugiere que, para este conjunto
de datos y modelo espećıficos, la elección del método de imputación no tendrá un impacto
sustancial en el rendimiento de los modelo. Por ser menos costoso se elige la imputación por
media.

Manejo de datos at́ıpicos
Los valores at́ıpicos (outliers) son valores que difieren significativamente del resto de los
valores en un conjunto de datos y pueden tener un impacto en el modelo. Para identificar
de forma inicial y rápida valores at́ıpicos utilizamos el diagrama de cajas, como se puede
ver en la figura 16. Algunos valores at́ıpicos están por mucho fuera de un rango normal. La
figura diagrama de caja (boxplot) Figura 3.5 muestra la distribución de las mediciones de
aluminio en partes por millón (ppm) para diferentes equipos y componentes La mayoŕıa de
los equipos muestran una concentración de aluminio relativamente baja, con la mayoŕıa de los
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Figura 3.5: Outliers por componente y equipo para Aluminio

valores concentrados cerca de la parte inferior del rango. Hay valores at́ıpicos significativos,
especialmente notables en los equipos SH001, SH005, y SH009.

Para determinar si se eliminan los outliers se utiliza dos métodos:

Primero se aplico el método estad́ıstico de Rango intercuart́ılico (IQR) para la
detección de valores at́ıpicos:

Outliers =

{
x < Q1 − k × IQR,

x > Q3 + k × IQR,

donde:

Q1 es el primer cuartil (el percentil 25).

Q3 es el tercer cuartil (el percentil 75).

IQR es el rango intercuart́ılico, calculado como Q3 −Q1.

k es el factor de umbral (t́ıpicamente igual a 1.5).
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x es un valor individual en el conjunto de datos.

Segundo se aplica K-nearest neighbors(KNN) con 0.1 de contaminación.Para eva-
luar el impacto de remover outliers del conjunto de datos se evaluara el estad́ıstico de la
prueba de Kolmogorov-Smirnov, el valor p (p-value) que indica la probabilidad de observar
el efecto medido cuando la hipótesis nula es cierta. Un valor bajo (t́ıpicamente menor que
0.05) indica que hay evidencia estad́ıstica para rechazar la hipótesis nula de que las dos
muestras provienen de la misma distribución continua :

Tabla 3.5: Resultados del test de Kolmogorov-Smirnov para K-Means(0.01) e IQR

KNN(0.01) IQR

Elemento Statistic p-value Statistic p-value

Sodioppm 0.0164 0.0000 0.2143 0.0000
Silicioppm 0.0153 0.0000 0.1273 0.0000
Platappm 0.0215 0.0000 0.2208 0.0000
Niquelppm 0.0144 0.0000 0.1915 0.0000
Aluminioppm 0.0142 0.0000 0.0896 0.0000
Plomoppm 0.0210 0.0000 0.1640 0.0000
Estañoppm 0.0248 0.0000 0.0481 0.0000
Cobreppm 0.0238 0.0000 0.1617 0.0000
Cromoppm 0.0156 0.0000 0.1178 0.0000
Fierroppm 0.0261 0.0000 0.1680 0.0000
Viscosidada100 CcSt 0.0299 0.0000 0.1392 0.0000
HollinABS 01mm 0.0039 0.3555 0.0933 0.0000
SulfataciónABS cm 0.0012 1.0000 0.0682 0.0000
NitraciónABS cm 0.0042 0.2566 0.0944 0.0000
OxidaciónABS cm 0.0036 0.4281 0.1725 0.0000
Agua 0.0006 1.0000 0.0976 0.0000
TBN mgKOH g 0.0037 0.4036 0.0980 0.0000
ParticulasFerrosas PQ 0.0269 0.0000 0.1283 0.0000
Diesel 0.0010 1.0000 0.0265 0.0014
Boroppm 0.0219 0.0000 0.1884 0.0000
Turbidez NTU 0.0209 0.0000 0.1003 0.0000
Potasioppm 0.0224 0.0000 0.1481 0.0000
Vanadioppm 0.0207 0.0000 0.1366 0.0000
Cadmioppm 0.0200 0.0000 0.1432 0.0000
Titanioppm 0.0193 0.0428 0.0193 0.0428
Barioppm 0.0270 0.0000 0.1897 0.0000
Antimonioppm 0.0220 0.0000 0.0189 0.0506
Estañoppm.1 0.4234 0.0000

Los valores de p-value en la tabla 3.5, muestran que KNN con una heuŕıstica de 0.01
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tiene un impacto en la distribución de Sodio,Silicio,Aluminio,Cobre,Cromo,Fierro,Viscosidad100°,
Holĺın, Sulfatación,Nitración,Oxidación,TBN,etc. Por lo tanto no se eliminaran outliers. Pri-
mero por que afecta la distribución real de los datos y por que en este contexto esos valores
at́ıpicos pueden tener un significado importante estos valores at́ıpicos pueden ser las ano-
maĺıas que se buscan en este primer modelo y se espera contar con valores similares en el
futuro.

Normalización

Los datos se normalizan para mejorar el rendimiento y la precisión de los modelos,
consiste en ajustar los datos a una escala común para que todos los atributos contribuyan
de manera equitativa al análisis y algunos de nuestros datos están en escalas decimales, y
otros en decenas. La normalización más comúnmente usada es Min-Max que transforma los
valores originales a un rango entre 0 y 1 conservando la distribución original de los datos.

xnorm =
x− xmin

xmax − xmin

(3.1)

Etiquetado de condición mediante ASTM D7720 Standard Guide for Sta-
tistically Evaluating Measurand Alarm Limits when Using Oil Analysis to Mo-
nitor Equipment and Oil for Fitness and Contamination

La norma ASTM D7720 se utiliza para evaluar estad́ısticamente y ajustar ĺımites
para el monitoreo basado en la condición de medidas representativas de análisis de aceites
de equipos en servicio. Para evaluar dichos ĺımites, se utilizan técnicas de evaluación de
alarmas establecidas en la norma, como el Control de Procesos Estad́ısticos (SPC, por sus
siglas en inglés), que se basa en datos de medidas que puedan ajustarse a una distribución
normal.

La norma proporciona aportes significativos para la presente investigación:

1. Estandarización de Datos: Utilizar una norma reconocida como la ASTM D7720 para
el etiquetado de datos garantiza la consistencia y la estandarización en la manera en
que se clasifican y se describen las muestras de aceite.

2. Comparación de Modelos: Con un conjunto de datos estandarizado y etiquetado de
la forma en la que se hace actualmente en la operación, establece una ĺınea base pa-
ra comparar diferentes modelos de aprendizaje automático y evaluar objetivamente
qué modelo tiene un mejor rendimiento en la tarea espećıfica de clasificar o predecir
resultados basados en las muestras de aceite.

3. Validación del Proceso de Mantenimiento: Los ingenieros de mantenimiento ya están
utilizando etiquetas basadas en la norma ASTM D7720, el modelo propuesto basado en
clustering y modelos de detección de anomaĺıas puede servir para mejorar los procesos
existentes.
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Metodoloǵıa actual de detección de anomaĺıas: Limites de Normalidad

La metodoloǵıa de clasificación actual de la operación minera implica ĺımites de nor-
malidad , en el caso de análisis de aceites, se establecen ĺımites condenatorios para cada
una de las caracteŕısticas que componen el análisis de aceites. Estos ĺımites se determinan
siguiendo los parámetros establecidos por la norma ASTM D7720 (D7720, 2011).

Figura 3.6: Determinación de ĺımites según ASTM D7720

Conshohocken, 2011

Considerando está información se utiliza la distribución normal para modelar la re-
lación entre las múltiples variables. Se establecen 5 percentiles q1, q2,q3,q4,q5 y score es la
distancia de Mahalanobis del punto hasta el centro del conjunto de datos, considerando las
condiciones de la siguiente manera:

Si (score < q1)or(score > q5) = “Anormal“

Si ((scores >= q1)and(scores < q2))or((scores >= q4)and(scores < q5)) = “Anor-
mal“

Si ((scores >= q2)and(scores < q3))or((scores >= q3)and(scores < q4)) = “Nor-
mal“
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En resumen se considera la muestra como anómala si cualquier valor del análisis de aceite
excede los ĺımites de condena.

Tabla 3.6: Número de muestras anómalas con método de percentiles

Método Normal Anómalo
Etiquetado Actual(Percentiles) 73880 17644

Rango Intercuartilico 84191 7333

Anomaĺıas mediante Covarianza Robusta

El algoritmo de Covarianza Robusta se ha elegido debido a su capacidad para definir
un intervalo preciso dentro del cual los datos se consideran anómalos.Siguiendo la norma
ASTM D7720, se etiquetarán como anómalos aquellos datos que representen el 6% del total
y que se encuentren a más de dos desviaciones estándar de la media. Para ello, se empleará
el algoritmo de Covarianza Robusta, el cual permite establecer un rango espećıfico dentro
del cual se clasifican las muestras como anómalas.

Tabla 3.7: Número de muestras etiquetadas

Método Normal Anómalo
Covarianza Robusta 85719 6470

Figura 3.7: Número de etiquetas por clase basado en Norma ASTM D7720
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3.0.2.3. Selección de modelos

Según la bibliograf́ıa revisada en el campo de mantenimiento los algoritmos más usa-
dos y que obtienen mejores resultados son los algoritmos de Aprendizaje Supervisado debido
a su capacidad para modelar relaciones no lineales y su interpretabilidad, estos métodos se
apoyaran en las normas sugeridas por la teoria. Los algoritmos de Aprendizaje supervisado
son importantes para que los usuarios del sistema comprendan de mejor manera por que
el algoritmo elige cierto resultado,además demuestran una alta capacidad de tolerancia a
conjuntos de datos de alta dimensionalidad y ruido. Para la clasificación de las muestras se
probaran los algoritmos de:

Random Forest

Por otra parte dado que nuestras muestras no tienen etiquetado exploraremos la aplicación
de algoritmos no supervisados basados en clustering:

K-means

Isolation Forest

SVM-One Class

PCA-Anomaly Detection

3.0.2.4. Evaluación de modelos

Los modelos supervisados se evaluara mediante:

Validación cruzada: Dado que nuestros datos de entrenamiento son limitados, el con-
junto total de muestras se dividirá en subgrupos de entrenamiento y prueba, 80% y
20% respectivamente, y se realizaran iteraciones en las que se entrenara al modelo con
diferentes combinaciones y se evaluará el rendimiento promedio.

Matriz de Confusión: La matriz de confusión es una herramienta para evaluar el ren-
dimiento de un modelo de clasificación. Permite visualizar y calcular el número de
verdaderos positivos, verdaderos negativos, falsos positivos y falsos negativos.

Curva ROC: La curva ROC es una representación gráfica del rendimiento de un modelo
de clasificación. Muestra la tasa de verdaderos positivos frente a la tasa de falsos
positivos a medida que se vaŕıa el umbral de clasificación.

A diferencia de los modelos supervisados, la validación de clustering puede ser más desafiante
debido a la falta de etiquetas verdaderas. La validación del modelo permitirá evaluar el
rendimiento y su capacidad predictiva, por ello se utilizara:
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1. Métricas Internas:

Índice de Silueta mide qué tan similar es una muestra a su propio cluster en compa-
ración con otros clusters. Los valores cercanos a +1 indican una buena agrupación,
mientras que los valores cercanos a -1 indican agrupaciones incorrectas.

2. Validación Visual

Reducción de Dimensionalidad para Visualización: Utiliza técnicas como PCA
para visualizar los clusters en dos o tres dimensiones.

3. Estabilidad de Clustering

Consistencia en Múltiples Ejecuciones: Verifica si el clustering es consistente en
múltiples ejecuciones con diferentes inicializaciones.

Validación Cruzada de Clustering: Similar a la validación cruzada en aprendizaje
supervisado, pero se aplica a clustering, como dividir los datos y comparar si los
clusters son consistentes a través de las divisiones.

Además de la precisión, la sensibilidad y la especificidad que se derivan de la matriz de confu-
sión, se medirá la exactitud (accuracy) que muestra la proporción de muestras correctamente
clasificadas, el valor F1 que se calcula como la media armónica de precisión y exhaustividad,
y proporciona una medida equilibrada del rendimiento del modelo en términos de falsos po-
sitivos y falsos negativos,y el área bajo la curva ROC (AUC) medida común para evaluar el
rendimiento general del modelo.

3.0.2.5. Explicación de modelos

Se explorar el uso de SHAP (SHapley Additive exPlanations) para la interpretación
de modelos de aprendizaje automático. Se basa en la teoŕıa de juegos cooperativos, espećıfi-
camente en los valores de Shapley, para proporcionar explicaciones precisas del efecto de
cada caracteŕıstica en la predicción de un modelo. SHAP es valorado por su capacidad para
ofrecer interpretaciones tanto globales como locales de modelos complejos, siendo compatible
con cualquier modelo de aprendizaje automático.

3.0.3. Modelo 2: Clasificación de condición de la muestra

El modelo 1 revisa los elementos de desgaste cuya degradación pueden indicar directa-
mente problemas mecánicos o de desgaste, en cambio los elementos aditivos están diseñados
para agotarse a un ritmo sincronizado con la vida útil esperada del aceite, por lo que su
agotamiento normal no es t́ıpicamente una ’anomaĺıa’. El segundo modelo analizara todos
los parámetros de aceite seleccionados para determinar un cambio de aceite basado en la
condición del mismo o una potencial falla por condición. Este enfoque se denomina Análisis
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de Aceite Basado en la Condición o Condition-Based Oil Change (CBC) y utiliza datos de
múltiples parámetros para hacer una evaluación hoĺıstica de la salud del aceite y, por exten-
sión, del motor o la máquina lubricada. Para lograr esta clasificación se entrenara un modelo
con un enfoque orientado a eventos. El Preprocesamiento y la Evaluación de modelos
sigue la misma estructura del primer modelo.

3.0.3.1. Etiquetado de condición

Los ingenieros de confiabilidad de la operación revisan las muestras anómalas y asig-
nan una condición a la muestra:

Critico: Falla inminente, requiere parada inmediata para cambio de aceite o diálisis.

Seguimiento: Requiere programar parada. Se debe indicar la fecha de parada.

Normal: Muestra normal.

Además de las muestras etiquetadas por los expertos, se agregaran las etiquetas para mues-
tras asociadas con fechas de paradas no programadas(falla o cambio de aceite). Se propone
etiquetar los datos según los siguientes criterios:

1. Sabiendo la fecha de falla del motor y teniendo en cuenta una evolución temporal como
la que aparece en Figura , se considerara las muestras con condición ’Seguimiento’ a
los datos con fecha de una semana antes de la falla, y las tres últimas fechas antes de
falla se etiqueta como ’Critico’.

2. Se toma en cuenta las horas de motor, horas de producto(aceite) y horas de equipo.

Existe un desequilibrio en el número de muestras entre las clases, la clase ’Normal’ tiene
significativamente más muestras que las clases ’Precaución’ y ’Alerta’ pues se tienen 206
fechas de falla,

3.0.3.2. Selección de caracteŕısticas

Para el modelo 2 además de los parámetros anteriores se evaluaran los elementos adi-
tivos, elementos que mantienen el aceite en buen estado su variabilidad puede ser indicativo
para un cambio de aceite:

Boroppm , Potasioppm, Molidatos 0 1200 ppm, Molibdenoppm, Calcioppm, CodigoI-
SO 1, ’CodigoISO 2, CodigoISO 3, Sulfatos 0 3000 ppm,Fosforoppm, Viscosidada40 CcSt,
Nitritos 0 3200 ppm, Zincppm, Cloruros 0 400 ppm, PotencialHidrogeno 6 11 pH
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3.0.3.3. Selección de modelos

En muchas aplicaciones prácticas, como la detección de fraude o el diagnóstico de en-
fermedades, las clases minoritarias ( ’Critico’ y ’Seguimiento’) son a menudo las más cŕıticas
para identificar. Aunque las clases minoritarias son menos frecuentes, su correcta identifica-
ción es crucial,en este caso random forest y redes neuronales proporcionan la flexibilidad y
la capacidad para destacar estas clases a pesar de su menor representación en los datos. La
investigación de métodos avanzados para tratar con clases desbalanceadas es un área activa
en MachineLearning se pueden aplicar técnicas de manejo de desbalance de clases como
sobremuestreo (oversampling) de las clases minoritarias, submuestreo (undersampling) de
la clase mayoritaria, o utilizar métodos sintéticos como SMOTE(Libreria de python) para
generar ejemplos de entrenamiento adicionales de las clases minoritarias.En nuestro caso se
utilizara SMOTE para hacer un Oversampling de las muestras clasificadas como ’Critico’ y
’Seguimiento’.
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Caṕıtulo 4

Análisis y discusión de resultados

4.1. Resultados

Todas las pruebas aplicadas a continuación fueron desarrolladas en lenguaje Python
y utilizando la plataforma GoogleColab, que permite al usuario escribir y ejecutar código
en el navegador de Google. Esta herramienta es especialmente adecuada para tareas de
aprendizaje automático y análisis de datos.
A continuación se presenta los resultados para los modelos predictivos.

4.1.1. Resultado Modelo 1: Detección de anomaĺıa

Las caracteŕısticas seleccionadas para la tarea de detección de anomaĺıas está di-
rectamente relacionado con posibles fallas y la salud del componente. Al monitorear estas
caracteŕısticas, se puede detectar señales tempranas de desgaste y contaminación. Por lo
que para comparar su desempeño se utilizara el etiquetado de condición la clases ’Critico’ y
’Seguimiento’ serán la clase ’Anómala’.

Covarianza Robusta

La evaluación visual a través de la representación en el espacio de los componentes
principales permite identificar patrones, agrupaciones y posibles anomaĺıas en los datos.
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Figura 4.1: PCA-Covarianza Robusta

En este caso es importante medir qué tan similar es un punto a su propia clase
(cohesión) en comparación con la clase anómala (separación) por lo tanto se calcula el
Coeficiente de silueta = 0,83, cuyo valor es muy alto e indica un buen nivel de separa-
ción entre los grupos. La matriz de confusión Figura 4.2 muestra que el modelo es muy
efectivo en identificar correctamente las instancias de la clase ’Normal’, con 82505 verdade-
ros negativos(El modelo predijo ’Normal’ y la etiqueta real también es ’Normal’) y 2265 falsos
positivos (el modelo predijo ’Anómalo’, pero la etiqueta real es ’Normal’.), resultando en una
alta precisión y recall para esta clase. Sin embargo, para la clase ’Anómalo’, el modelo pre-
senta dificultades significativas, con 1686 falsos negativos(el modelo predijo ’Normal’, pero
la etiqueta real es ’Anómalo’) y solo 5068 verdaderos positivos(el modelo predijo ’Anómalo’
y la etiqueta real también es ’Anómalo’), lo que indica que muchas instancias de la clase
Anómalo no son detectadas correctamente. Pero cabe resaltar que se busca hallar anomaĺıas
directamente relacionadas con desgaste y contaminación es decir la condición del motor, las
etiquetas de condición también consideran la condición del componente y del aceite, por lo
tanto no se espera una precisión altisima sino un buen nivel de separación entre las clases.
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Figura 4.2: Matriz de confusión-Covarianza Robusta

Tabla 4.1: Métricas de Covarianza Robusta frente a etiquetado de condición ’Critico’ y
’Seguimiento’

Precision Recall F1-Score

0 0.99 0.93 0.96
1 0.69 0.75 0.72

Clase Normal: El modelo tiene un rendimiento excelente en la identificación de la clase
Normal, con una precisión de 0.98 y recall 0.97 altos, resultando en un F1-score alto 0.98.
Esto indica que el modelo predice la clase 0 de manera muy confiable. Aunque el modelo
tiene una precisión moderada al clasificar la clase Anómalo 69%, el Recall de 0.75 indica que
de todas las instancias que realmente pertenecen a la clase 1, el 75% fueron correctamente
identificadas por el modelo. Aunque no es tan alto como el recall para la clase 0, sigue siendo
una tasa aceptable, mostrando que el modelo puede capturar la mayoŕıa de las anomaĺıas.
El F1-score de 0.72 refleja un equilibrio moderado entre precisión y recall. Si bien es menos
ideal que el F1-score para la clase 0, sugiere que el modelo tiene una capacidad razonable
para manejar la clase de anomaĺıas.

Isolation Forest, se configuró con una heuŕıstica de 0.06 Conshohocken, 2011, y el
tiempo de entrenamiento fue de de apenas 3 min. La primera forma de evaluar su desempeño
es mediante una evaluación visual. Aplicando el Análisis de Componentes Principales (PCA)
se obtuvieron dos componente principales.
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Figura 4.3: PCA-Isolation Forest

En la Figura 4.5 la mayoŕıa de las observaciones normales (Clase 1) están agrupadas
cerca del origen, lo que indica que estas observaciones comparten caracteŕısticas similares y
están bien representadas en el espacio de los componentes principales. Las anomaĺıas (Clase
-1) están dispersas y alejadas del grupo de observaciones normales, lo que sugiere que estas
observaciones difieren significativamente de los datos normales y han sido correctamente
identificadas como anomaĺıas por el modelo.

Precision Recall F1-Score

0 0.95 0.96 0.95
1 0.41 0.34 0.37

Tabla 4.2: Métricas de Isolation Forest frente a etiquetado de condición
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En la Tablas 4.2 El modelo identifica correctamente el 95% de las observaciones
predichas como normales son realmente normales . El F1-Score alto indica un buen equilibrio
entre precisión y recall para esta clase. La precisión del 41% indica que de todas las instancias
que el modelo predijo como pertenecientes a la clase 1, solo el 41% realmente eran de la
clase 1. Esto sugiere que hay un porcentaje significativo de falsos positivos, donde instancias
normales son clasificadas incorrectamente como anómalas. El recall del 34% indica que de
todas las instancias que realmente pertenecen a la clase 1, solo el 34% fueron correctamente
identificadas por el modelo. Esto muestra que el modelo tiene dificultades para capturar las
instancias anómalas. El F1-score de 0.37 refleja un equilibrio entre precisión y recall, aunque
ambos son relativamente bajos. Este valor indica que el modelo tiene una capacidad limitada
para manejar la clase de anomaĺıas.

Figura 4.4: Matriz de confusión Isolation Forest frente a las clases ’Seguimiento’ y ’Critico’
considerados como Anómalos

La figura 4.4 se observa que el modelo tiene una alta exactitud, pero su desempeño
en la detección de casos positivos (anomaĺıas) es limitado, con baja precisión y recall. Esto
indica que el modelo puede estar bien en predecir la clase mayoritaria (negativos), pero
tiene dificultades en identificar correctamente las anomaĺıas. Podŕıan ser necesarias técnicas
adicionales de ajuste o un balance de clases para mejorar estas métricas.

SVM-One Class La aplicación de SVM-One Class es el mas costoso, el tiempo de
entrenamiento fue de 48 minutos.
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Figura 4.5: PCA-SVM-One Class

Precision Recall F1-Score

0 0.91 0.26 0.41
1 0.07 0.65 0.12

Tabla 4.3: Métricas de SVM-One Class frente a etiquetado de condición

En la Tabla 4.3 para la clase ’Normal’ La precisión del 91% indica que, de todas las
instancias que el modelo predijo como pertenecientes a la clase ’Normal’, el 91% realmente
eran de la clase ’Normal’.El recall indica que , de todas las instancias que realmente perte-
necen a la clase 0, solo el 26% fueron correctamente identificadas por el modelo. El F1-score
de 0.41 no es ideal, lo que indica una capacidad limitada del modelo para manejar la clase
de normales. En cuanto a la clase ’Anómala’, la precisión indica que,de todas las instancias
que el modelo predijo como ’Anómala’, solo el 7% realmente eran de la clase. El recall indica
que, de todas las instancias que realmente son ’Anómala’, el 65% fueron correctamente iden-
tificadas por el modelo. Aunque este valor es razonable, la baja precisión indica que muchos
ejemplos normales están siendo clasificados incorrectamente como anómalos.

68



Figura 4.6: Matriz de confusión de SVM-One Class

La Figura 4.6 es la matriz de confusión de SVM-One Class, se observa que hay 22,325
verdaderos negativos (casos negativos correctamente clasificados), 62,445 falsos positivos
(casos negativos incorrectamente clasificados como positivos), 2,337 falsos negativos (casos
positivos incorrectamente clasificados como negativos) y 4,417 verdaderos positivos (casos
positivos correctamente clasificados).

PCA-Anomaly Detection

En la Figura 4.7, los puntos representan las observaciones proyectadas en el espa-
cio de los componentes principales. Los puntos verdes (Clase Normal) corresponden a las
observaciones normales, mientras que los puntos rojos (Clase Anomalo) corresponden a las
anomaĺıas detectadas por el modelo PCA-Anomaly Detection.
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Figura 4.7: PCA Anomaly Detection

En la matriz de confusión Figura 4.8, hay 78,955 verdaderos negativos (casos negativos
correctamente clasificados), 5,815 falsos positivos (casos negativos incorrectamente clasifica-
dos como positivos), 5,247 falsos negativos (casos positivos incorrectamente clasificados como
negativos) y 1,507 verdaderos positivos (casos positivos correctamente clasificados).
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Figura 4.8: Matriz de confusión - PCA Anomaly Detection

Precision Recall F1-Score

0 0.94 0.93 0.93
1 0.21 0.22 0.21

Tabla 4.4: Métricas de PCA-Anomaly Detection frente a etiquetado de condición

De la tabla de métricas 4.4 se infiere que el modelo tiene un buen rendimiento para
identificar instancias normales, con alta precisión y recall, lo que es crucial para la mayoŕıa
de las aplicaciones donde la mayoŕıa de los datos son normales.

Aunque el modelo tiene dificultades para identificar correctamente las anomaĺıas. La
baja precisión y recall indican que el modelo produce muchos falsos positivos y no captura
una gran parte de las verdaderas anomaĺıas.

También se exploro la aplicación de K-Means en el conjunto de datos.
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Figura 4.9: Número óptimo de clusters para K-Means.

Figura 4.10

Aunque el modelo alcanza una precisión general del 79.8%, esta cifra debe interpretar-
se con cautela dado el contexto más amplio de su capacidad discriminativa y las proporciones
de clase.

El valor AUC-ROC de 0.5337 destaca que la capacidad del modelo para diferenciar
entre clases normales y anómalas es apenas mejor que la de un clasificador aleatorio. Esta
métrica, siendo apenas superior a 0.5, indica un rendimiento marginal que apenas distingue
entre las dos clases. Además, el valor extremadamente bajo del AUC-PR de 0.0653 refuerza
la preocupación de que el modelo es particularmente ineficaz en la detección de la clase
minoritaria, que en muchos contextos aplicados es la más cŕıtica.
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Al desglosar el rendimiento por clases, vemos que el modelo es muy eficaz en identificar
instancias normales, con una precisión del 94% y un recall del 83%, reflejado en un F1-
Score de 0.89. Estos indicadores sugieren que el modelo es competente en manejar la clase
mayoritaria. Sin embargo, la situación es drásticamente diferente para la clase anómala,
donde la precisión cae al 8% y el recall al 23%, resultando en un F1-Score de sólo 0.12. Este
bajo rendimiento indica que el modelo genera un número elevado de falsos positivos y es
incapaz de capturar una porción significativa de las verdaderas anomaĺıas.

Esta diferencia en el rendimiento entre las clases puede ser atribuida en gran parte al
desequilibrio de clases en el conjunto de datos. Las técnicas tradicionales de clasificación y los
algoritmos como K-Means no están espećıficamente diseñados para manejar desequilibrios
significativos, lo que puede llevar a que el modelo se ajuste predominantemente a la clase
más frecuente, ignorando en gran medida la clase minoritaria que a menudo es la de mayor
interés.

Figura 4.11: Matriz de confusión - KMeans

Tabla 4.5: Métricas para K-means comparado con Covarianza Robusta

Modelo Clase Precisión Recall F1-score

K-Means
Normal 0.93 1.00 0.96
Anómalo 1.00 0.03 0.06
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Tabla 4.6: Resultados en comparación con covarianza Robusta

Modelo Clase Precisión Recall F1-score

Covarianza Robusta
Normal 0.98 0.97 0.98
Anómalo 0.69 0.75 0.72

SVM-One Class
Normal 0.91 0.26 0.41
Anómalo 0.07 0,65 0.12

Isolation Forest
Normal 0.94 0.93 0.93
Anómalo 0.21 0.22 0.21

PCA-Anomaly Detection
Normal 0.83 0.95 0.89
Anómalo 0.30 0.10 0.15

K-Means
Normal 0.93 1.00 0.96
Anómalo 1.00 0.03 0.06

Los modelos SVM-OneClass, Isolation Forest, PCA-Anomaly Detection y K-means
obtuvieron un rendimiento moderado, por ello se resuelve aplicar Random Forest, sobre la
data etiquetada con Covarianza Robusta para generalizar la reglas en un modelo de machine
learning y darle mayor explicabilidad al modelo entrenado. Se utilizo la libreŕıa sklearn y
los módulos RandomForest Classifier y para optimizar el algoritmo se utilizó el módulo
GridSearchCV que se enfoca en la experimentación iterativa para seleccionar los parámetros
que mejor se ajustan a los datos:

n estimator: Número de árboles en el Bosque.n estimator = {15, 20, 25, 30}

max depth: La profundidad máxima del árbol.max depth = {10, 12, 15, 17}

min samples split: Número mı́nimo de muestras requeridas para dividir un nodo
interno del árbol.max depth = {2, 5, 10}

min samples leaf : Número mı́nimo de muestras requeridas en un hoja del árbol.
min samples leaf = {3, 5, 10}

classifier criterion: Medida de calidad de una división

classifier criterion = {”giny”, ”entropy”}

Además se crea un pipeline que incluye el sobremuestreo SMOTE para mejorar los resultados.
Para evitar el sobreajuste se utiliza una validación cruzada de 7 pliegues.

74



Figura 4.12: Curva ROC Random Forest para detección de anomaĺıas con Covarianza Ro-
busta

Los parámetros mejor puntuados sonmax depth = 20,min samples split = 3,n estimators =
20 con una precisión de 97.74%, permitiendo estabilizar la curva de aprendizaje a medida
que se aumenta el número de muestras:

Tabla 4.7: Metricas Random Forest para Anomalias

Modelo Clase Precisión Recall F1-score

Random Forest
Normal 0.99 0.99 0.99
Anómalo 0.89 0.93 0.91
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Figura 4.13: Curva de aprendizaje modelo Random Forest

El informe de clasificación Tabla 4.7 proporciona una visión más detallada del rendi-
miento del modelo para cada clase. La clase 0 (Normal) tiene una precisión, recall y f1-score
de 0.99, lo que indica que el modelo es casi perfecto en la identificación de instancias norma-
les. La clase 1 (Anómalo) tiene una precisión de 0.89, un recall de 0.93 y un f1-score de 0.91,
lo que sugiere que el modelo también es muy efectivo en la detección de anomaĺıas, aunque
no tan preciso como para la clase normal.

La curva de aprendizaje presentada en la Figura 4.13 muestra el desempeño de un
modelo de Random Forest utilizado para la detección de anomaĺıas en función del número de
ejemplos de entrenamiento. A través del gráfico, se observan dos tendencias principales que
proporcionan información valiosa sobre el comportamiento y la eficacia del modelo a medida
que se incrementa el volumen de datos de entrenamiento.

Puntaje de Entrenamiento (Ĺınea Roja) La curva de entrenamiento comienza
con un alto rendimiento y se mantiene relativamente estable en todo el rango de ejemplos de
entrenamiento. La leve disminución en el score al aumentar el número de ejemplos sugiere que
a medida que el modelo se expone a más datos, se ajusta a una variabilidad más amplia, lo
que puede llevar a una ligera degradación en el rendimiento en el conjunto de entrenamiento.
Sin embargo, la estabilidad generalmente alta del puntaje de entrenamiento cerca del 96.5%
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indica que el modelo es consistentemente bueno en aprender de los datos de entrenamiento
sin signos significativos de dificultades para adaptarse a nuevos datos.

Puntaje de Validación Cruzada (Ĺınea Verde) Esta curva muestra una tenden-
cia ascendente notable, comenzando en alrededor de 94.5% y mejorando significativamente
a medida que el modelo se entrena con más datos, alcanzando cerca del 95.5%. El aumento
constante en la precisión de la validación cruzada sugiere que el modelo está ganando la
capacidad de generalizar mejor a medida que recibe más datos. Esto es un indicador de que
los datos adicionales están ayudando al modelo a capturar mejor la esencia de los patrones
subyacentes en los datos, mejorando su rendimiento en datos no vistos durante el entre-
namiento. La convergencia gradual de las curvas de entrenamiento y validación es un signo
saludable de que el modelo no está sobreajustado, ya que el desempeño en los datos no vistos
se acerca al desempeño en los datos de entrenamiento.

Figura 4.14: Matriz de confusión Covarianza Robusta y condición de la muestras

El modelo entrenado ha demostrado un rendimiento notablemente alto en la clasi-
ficación, alcanzando una precisión general del 98.51%. La matriz de confusión Figura 4.14
muestra que de las 16,895 instancias etiquetadas como clase 0 (Normal), 16,727 fueron co-
rrectamente identificadas, mientras que solo 168 fueron clasificadas erróneamente. Por otro
lado, de las 1,410 instancias etiquetadas como clase 1 (Anómalo), 1,305 fueron correctamente
identificadas y 105 fueron clasificadas erróneamente.

Interpretación del modelo El gráfico de importancia de caracteŕısticas en el modelo
de Random Forest representa la relevancia de cada variable en la detección de anomaĺıas en
las muestras de aceite. Cada barra del gráfico indica cuánto contribuye una caracteŕıstica
espećıfica al desempeño del modelo. Las caracteŕısticas más importantes aparecen en la
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parte superior y tienen las barras más largas, mientras que las menos importantes están en
la parte inferior con barras más cortas. El gráfico ayuda a identificar cuáles son las variables
más influyentes en la detección de anomaĺıas. En este caso, variables Turbidez, Titanio y
Sodio son las más relevantes.

Figura 4.15: Importancia de caracteŕısticas en el modelo de Random Forest

Cuando una nueva muestra sea clasificada como anómala se incluirá el siguiente gráfi-
co:

Figura 4.16: Caracteŕısticas más influyentes en la predicción de Random Forest para una
instancia dadat
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En la Figura 4.16 cada barra representa el efecto de una caracteŕıstica en la predicción
de la muestra medido en términos de cambio en la predicción desde el valor base. El valor
base es el valor esperado del modelo sobre el conjunto de datos. Dirección y Color, el
color rojo indica que la caracteŕıstica está aumentando la predicción. Esto significa que un
valor más alto de esta caracteŕıstica empuja la predicción hacia un valor más alto (o hacia la
clase positiva en clasificación).El color azul indica que la caracteŕıstica está disminuyendo la
predicción. Un valor más alto de esta caracteŕıstica empuja la predicción hacia un valor más
bajo (o hacia la clase negativa en clasificación). El Eje Horizontal representa la magnitud
del efecto de cada caracteŕıstica en la predicción del modelo. Las barras pueden extenderse
hacia la izquierda o la derecha del valor base, mostrando su contribución positiva o negativa.
En la Figura 4.16 ’Turbidez NTU ’ parece tener un fuerte impacto positivo en la predicción,
indicado por una barra larga azul extendiéndose hacia la derecha. En el contexto de SHAP,
un efecto positivo significa que un valor más alto de ’Turbidez NTU ’ está asociado con
mover la predicción hacia el valor más alto o la clase positiva.

4.1.2. Resultado Modelo 2: Clasificar condición de la muestra

El primer modelo probado es Random Forest. Se configura ’GridSearch’ para rea-
lizar una búsqueda exhaustiva de los mejores hiperparámetros del modelo. Definición de
hiperparametros:

n estimator: Número de árboles en el Bosque.n estimator = {10, 200, 300}

max depth: La profundidad máxima del árbol.max depth = {10, 15, 20}

min samples split: Número mı́nimo de muestras requeridas para dividir un nodo
interno del árbol.max depth = {3, 5, 10}

min samples leaf : Número mı́nimo de muestras requeridas en un hoja del árbol.
min samples leaf = {3, 5, 10}

classifier criterion: Medida de calidad de una división

classifier criterion = {”giny”, ”entropy”}

class weight: Balanced

Se extrae el mejor modelo encontrado durante la búsqueda

max depth = 12,min samples split = 5,n estimators = 15 , classifier criterion =
entropyy se utiliza para hacer predicciones en un conjunto de prueba. Se crea un pipeline
usando ImbPipeline de imblearn. Este pipeline incluye dos pasos:

’SMOTE’: Aplicación de la técnica de sobremuestreo SMOTE para balancear las clases
en el conjunto de entrenamiento.
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’randomforestclassifier’: Entrenamiento del clasificador ’RandomForestClassifier’ con
’class weight=’balanced” para manejar el desbalanceo de clases.

Se utiliza StratifiedKFold para realizar una validación cruzada estratificada con 7 divisiones
(n splits=7), lo que asegura que cada fold tenga aproximadamente la misma proporción de
clases que el conjunto de datos original. Se especifica una métrica de evaluación adecuada
para datos desbalanceados, como el f1 score.

Tabla 4.8: Métricas para la clasificación de condición de muestras

Modelo Clase Precisión Recall F1-score

Random Forest
Normal 1 0.99 0.99
Seguimiento 0.80 0.96 0.87
Critico 0.95 0.90 0.92

En la Tabla 4.10 se observa que el desempeño del modelo vaŕıa significativamente entre
las diferentes clases. Para la clase ’Cŕıtico’, el modelo muestra una precisión excepcionalmente
alta de 0.95, indicando que el 95% de muestras clasificadas como ’Critico’ son ’Critico’ en
realidad. El recall de 89% indica que de los verdaderos casos ’Critico’ fueron correctamente
identificados por el modelo.

Para la clase ’Normal’, la precisión fue del 99% y el recall del 99%, resultando en un
F1-score de 0.99. Estas métricas indican que el modelo fue altamente efectivo en identificar
correctamente las muestras normales, y logró capturar la mayoŕıa de las instancias reales de
esta clase.

Sin embargo, La clase ’Seguimiento’ muestra un buen balance entre precisión y recall,
aunque con una precisión más baja (0.80), sigue siendo altamente confiable en términos de
detección (recall de 0.96).
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Figura 4.17: Matriz de confusión Random Forest para muestras etiquetadas en condición

En la Figura 4.17 Para la clase ’Critico’ el modelo clasificó correctamente 399 de
los 449 casos cŕıticos.No hay predicciones de ”Normal”para los casos cŕıticos. Y, clasificó
incorrectamente 50 casos cŕıticos como ”Seguimiento”. Para la clase ’Normal’ el modelo cla-
sificó correctamente 16837 de los 17006 casos normales. Seis casos cŕıticos fueron clasificados
incorrectamente como normales.Y clasificó incorrectamente 163 casos normales como ”Segui-
miento”. Para la clase ’Seguimiento’ el modelo clasificó correctamente 823 de los 850 casos
de seguimiento.20 casos cŕıticos fueron clasificados incorrectamente como seguimiento y se
clasificó incorrectamente 7 casos de seguimiento como normales.
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Figura 4.18: Curva ROC multiclase para condición

En general, las curvas AUCs Figura 4.18 para las tres clases son muy altas (0.99,
0.94 y 0.91), lo que sugiere que el modelo tiene un desempeño excelente en la clasificación de
todas las clases. La comparación entre clases muestra que la clase Critico tiene el mejor AUC
(0.99), seguida de la clase Normal (0.94), y luego la clase Seguimiento (0.96). Aunque todas
las clases tienen un muy buen desempeño, el modelo es ligeramente mejor en identificar la
clase Critico.
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Figura 4.19: Validación cruzada

La curva de aprendizaje Figura 4.19 muestra cómo cambian las puntuaciones de entre-
namiento y validación a medida que se incrementa el número de ejemplos de entrenamiento.

La curva de entrenamiento, representada por la ĺınea roja, muestra que la puntuación
de entrenamiento es consistentemente alta, cercana a 1.0, y presenta una ligera disminución
a medida que se incrementa el tamaño del conjunto de entrenamiento. Esto indica que el
modelo tiene un muy buen rendimiento en el conjunto de entrenamiento, aunque se observa
una ligera cáıda conforme aumenta el tamaño del conjunto de entrenamiento.

Por otro lado, la curva de validación cruzada, representada por la ĺınea verde, empieza
con una puntuación más baja que la de entrenamiento y aumenta a medida que se incrementa
el tamaño del conjunto de entrenamiento. A medida que se incrementa el tamaño del conjunto
de entrenamiento, la puntuación de validación también aumenta y se estabiliza, alcanzando
un punto cercano a la puntuación de entrenamiento.

La alta puntuación de entrenamiento comparada con la menor puntuación de valida-
ción en los tamaños de entrenamiento más pequeños sugiere que el modelo estaba inicialmente
sobreajustado (overfitting) a los datos de entrenamiento. Esto significa que el modelo se ajus-
taba muy bien a los datos de entrenamiento, pero no generalizaba bien a datos nuevos. Sin
embargo, la mejora en la puntuación de validación con el aumento del tamaño del conjunto de
entrenamiento sugiere que el modelo se beneficia de tener más datos de entrenamiento. Esto
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es común, ya que más datos tienden a ayudar al modelo a aprender patrones más generales
y a mejorar su capacidad de generalización.

La estabilización de la puntuación de validación cruzada en los tamaños de entrena-
miento más grandes indica que el modelo está alcanzando un punto donde añadir más datos
de entrenamiento no proporciona mejoras significativas en la precisión del modelo. En este
punto, el modelo está bien generalizado y su rendimiento en datos nuevos es consistente.
El hecho de que las curvas de entrenamiento y validación estén cerca una de la otra en los
tamaños de conjunto de entrenamiento más grandes sugiere que el conjunto de datos dis-
ponible es suficiente para el modelo. El modelo no parece estar sufriendo de underfitting
(subajuste), ya que la puntuación de validación es alta.

Figura 4.20: Importancia de la caracteŕıstica por permutación

La gráfica de importancia de las caracteŕısticas Figura 4.20 muestra que ’Agua’ es
la variable más influyente en la predicción de la condición de las muestras, seguida por
’Molibdemo’. La alta importancia de’Agua’ sugiere que el contenido de agua en las muestras
es un factor cŕıtico para determinar su estado.

Estas caracteŕısticas clave deben ser monitoreadas de cerca en aplicaciones prácticas
para asegurar un correcto mantenimiento y predicción del estado de las muestras. Las carac-
teŕısticas con menor importancia, como ’PotencialHidrogeno 6 11 pH’ y ’Nitritos 0 3200 ppm’,
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aunque tienen una contribución mı́nima, no deben ser completamente ignoradas ya que
podŕıan tener relevancia en contextos espećıficos.

Estos hallazgos son consistentes con estudios previos que han destacado la impor-
tancia del contenido de Agua y Sodio en la determinación de la condición de materiales
similares. En resumen, el modelo RandomForest ha identificado de manera efectiva las va-
riables más cŕıticas, proporcionando una base sólida para la toma de decisiones en el manejo
y mantenimiento de las muestras.

4.1.2.1. Explicabilidad del Modelo

Para interpretar el gráfico de SHAP (SHapley Additive exPlanations), se selecciona
una muestra aleatoria y se clasifica su condición con el modelo Random Forest:

Figura 4.21: Valores SHAP

En el gráfico, f(x) es 0.02. Esto significa que el modelo predice un valor de 0.02 para
esta instancia en particular.

El valor base es el valor promedio de la predicción en el modelo cuando ninguna ca-
racteŕıstica se utiliza. En este gráfico, el valor base es 0.3335. Es el punto de partida
desde donde se ajusta el valor predicho.

HollinABS 01mm y Fierroppm son los principales impulsores que aumentan la predic-
ción hacia 0.02.

Las caracteŕısticas como Molibdenoppm, Sodioppm, Potasio ppm, Boroppm y Alu-
minioppm son los principales impulsores que disminuyen la predicción desde el valor
base.

El segundo algoritmo con el que se experimentó es la Red Neuronal Artificial . Se
probaron las siguientes configuraciones para encontrar la arquitectura de red adecuada para
modelas loas datos:

1. Número de capas y neuronas por capa.

2. Funciones de activación: Se probaron ReLU (Rectified Linear Unit), sigmoide o tan-
gente hiperbólica.
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3. Optimizador: SGD (descenso de gradiente estocástico), Adam, RMSprop.

4. Tasa de aprendizaje: Learning Rate=0.01 - 0.1.

5. Tamaño del lote (batch size)=10,50,80,100,500,1000

6. Número de épocas=50,100,200,300,400,500,600

7. Regularización: Se aplicaron técnicas de regularización como L1 o L2 para evitar el
sobreajuste.

8. Función de pérdida: La entroṕıa cruzada categórica o binaria, el error cuadrático medio,
categorical crossentropy.

9. Métricas de evaluación: Además de la función de pérdida, las métricas que utiliza-
das para evaluar el rendimiento de la red: la precisión, el F1-score, la sensibilidad, la
especificidad, el AUC.

Figura 4.22: Número de capas: 4, número de neuronas: 20,16,5,3

En la Figura 4.22 se muestra dos métricas de pérdida, la pérdida de entrenamiento (en
azul) y la pérdida de validación (en naranja). Estas métricas indican qué tan bien el modelo
está aprendiendo durante el entrenamiento y qué tan bien generaliza a datos no vistos,
respectivamente. La ĺınea azul sólida representa la pérdida de entrenamiento, que disminuye
constantemente a medida que aumenta el número de épocas. Esto indica que el modelo está
aprendiendo efectivamente de los datos de entrenamiento y mejorando su rendimiento en
este conjunto a lo largo del tiempo.
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La ĺınea naranja discontinua representa la pérdida de validación. Aunque esta tam-
bién disminuye al principio, muestra mucha más variabilidad y picos, lo cual puede indicar
sobreajuste o una capacidad de generalización menos estable.

Sobreajuste Potencial: El hecho de que la pérdida de validación sea más alta y más
variable que la pérdida de entrenamiento, especialmente en las últimas épocas, puede ser señal
de sobreajuste. Esto significa que el modelo podŕıa estar aprendiendo patrones espećıficos
de los datos de entrenamiento que no se aplican a los datos de validación.

Tabla 4.9: Métricas principales

Métrica Valor
Pérdida 0.9306
Accuracy 0.729
Recall 0.729
Especificidad 0.63
F1-Score 072

Figura 4.23: Matriz de confusión para la red neuronal

En la matriz de confusión Figura 4.23 se observa que la Diagonal Principal (409 para
’Precaucion’, 550 para ’Alerta’ y 551 para ’Normal’) representan el número de predicciones
correctas para cada clase. Los valores fuera de la diagonal principal son los errores de clasifi-
cación y se observa 95 casos que eran realmente ’Alerta’ fueron clasificados incorrectamente
como ’Precaucion’, y 83 casos que eran realmente ’Normal’ también fueron clasificados in-
correctamente como ’Precaucion’. Rendimiento por Clase: La clase ’Normal’ tiene la mayor
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cantidad de predicciones correctas (551) y la menor cantidad de falsos positivos (83 para ’Pre-
caucion’ y 77 para ’Alerta’), lo que sugiere que el modelo es bastante bueno para identificar
esta clase. La clase ’Alerta’ también se clasifica razonablemente bien con 550 predicciones
correctas, aunque hay una cantidad considerable de casos de ’Precaucion’ que se confunden
con ’Alerta’ (232 casos). La clase ’Precaucion’ tiene el menor número de predicciones correc-
tas (409) y es la que más a menudo se confunde con ’Alerta’. Se puede consluir que el modelo
tiene dificultades para distinguir entre ’Precaucion’ y ’Alerta’, ya que hay un número signi-
ficativo de predicciones incorrectas entre estas dos clases. Todas las clases tienen un número
significativo de predicciones correctas, lo que sugiere que el modelo está relativamente bien
equilibrado en su capacidad para identificar cada clase. Sin embargo, puede haber espacio
para mejorar la distinción entre ’Precaucion’ y ’Alerta’, quizás revisando las caracteŕısticas
utilizadas para el modelo o ajustando los parámetros del modelo.

Figura 4.24: Curva ROC por clase

La Figura 4.24 es la Curva Caracteŕıstica de Operación del Receptor (ROC) con tres
ĺıneas que representan la actuación de un clasificador para las tres clases. Cada curva ROC
representa la habilidad del modelo para clasificar correctamente cada clase en comparación
con todas las demás clases. El modelo es capaz de identificar las tres clases con un rendimiento
superior al azar (indicado por la ĺınea punteada que representa un clasificador aleatorio con
AUC = 0.5). Las curvas ROC de las tres clases se encuentran significativamente por encima
de la ĺınea punteada diagonal, que representa un clasificador aleatorio. Esto indica que el
modelo tiene un rendimiento significativamente mejor que un clasificador aleatorio para todas
las clases.
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Áreas Bajo la Curva (AUC):

La clase ’Normal’ (AUC = 0.87) tiene la AUC más alta, lo que sugiere que el modelo
es más hábil para distinguir entre los casos ’Normal’ y no ’Normal’ que las otras clases.

La clase ’Alerta’ (AUC = 0.88) también muestra un buen rendimiento, aunque ligera-
mente inferior a la clase ’Normal’.

La clase ’Precaución’ (AUC = 0.82) tiene la AUC más baja de las tres, indicando que
el modelo encuentra esta clase un poco más dif́ıcil de distinguir en comparación con
las otras.

Comportamiento en Diferentes Umbrales: En la parte inicial de las curvas, especial-
mente para la clase ’Normal’, hay un rápido aumento en la tasa de verdaderos positivos con
un bajo incremento en la tasa de falsos positivos. Esto es deseable y muestra que se puede
obtener una alta tasa de verdaderos positivos sin incurrir en muchos falsos positivos. Para
las clases ’Alerta’ y ’Precaución’, las curvas son menos empinadas al principio, lo que indica
que hay una compensación mayor entre aumentar los verdaderos positivos y controlar los
falsos positivos.

4.1.3. Voto Mayoritario

Los modelos anteriores fueron entrenados con el conjunto de datos desde 2014 hasta
2023. Para comprobar el desempeño de ambos modelos en conjunto para hallar anomaĺıas, se
utilizan el conjunto de datos con muestras solo del 2024. Para combinar las predicciones de
varios modelos individuales y seleccionar la predicción que recibe la mayoŕıa de los votos se
utilizó ’Voto Mayoritario’ es una técnica utilizada en los ensambles de modelos de machine
learning para mejorar la precisión y la robustez de las predicciones. Los resultados de aplicar
esta técnica se obtuvo:

Tabla 4.10: Métricas para la clasificación de condición de muestras con el conjunto de datos
de prueba 2024

Modelo Clase Precisión Recall F1-score

Voto Mayoritario
Normal 1 0.98 0.99
Anomalo 0.84 1.00 0.91

La precisión de 1.00 en ”Normal”muestra que el modelo casi no comete errores de
falso positivo para esta clase. El recall de 1.00 en .Anomalöındica que el modelo no pasa por
alto ningún caso de anomaĺıa, capturando todos los eventos anómalos. El alto F1-Score en
ambas clases sugiere que el modelo tiene un rendimiento equilibrado, siendo muy efectivo
tanto en la identificación de casos normales como de anomaĺıas. Estos resultados demuestran
que el modelo combinado es altamente fiable y eficiente en la clasificación de las muestras,
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con una excelente capacidad para identificar anomaĺıas sin comprometer la precisión en la
clasificación de casos normales.

Figura 4.25: Matriz de confusión aplicando Voto Mayoritario en ambos Modelos

La matriz Figura 4.25 muestra un rendimiento excepcional en la identificación de casos
de ”Normal”, con un recall de 0.98 y una precisión de 1.00. Esto implica que el modelo casi
no comete errores al clasificar muestras normales. En cuanto a la detección de anomaĺıas, el
modelo también muestra un buen rendimiento con una precisión de 0.84 y un recall de 1.00,
asegurando que no se pierda ninguna muestra anómala. En general, el modelo demuestra
una alta capacidad para diferenciar entre muestras normales y anómalas, con un balance
adecuado entre precisión y recall.
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4.1.4. Aporte Tecnológico

El producto final de esta investigación serán los modelos de machinelearning entre-
nados para cada objetivo: uno para detectar anomaĺıas en las muestras de aceite , el
segundo para predecir los eventos de fallas. Toda la metodoloǵıa realizada se encuentra
en archivos de tipo ipynb que serán exportados en formato joblib en python. Luego el
programa de reportes de la operación minera cargara el modelo desde el archivo y lo
utilizara para hacer predicciones. El codigo del proceso de creación de los modelo se
encuentra en los Anexos de esta Tesis.
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Conclusiones

Se recopilaron el 100% de los datos a partir de 2014, provenientes del sistema pro-
porcionado por el proveedor durante la implementación del laboratorio de análisis de aceite
en dicho año. Aunque dicho sistema ya no cuenta con soporte, la base de datos asociada
continúa en uso. (Ver Tabla 3.1).

Se recopilaron todas las fechas fallas de los equipos y se seleccionaron las fechas
(Ver Tabla 3.2) siguiendo la teoŕıa de modos de falla de motores diésel (Ver Tabla 2.3). En
conjunto, se identificaron un total de 131 fallas en los tres equipos desde el año 2014.

Los datos de las muestras de aceite desde 2014 hasta 2023 fueron sometidos a un
preprocesamiento , como se ilustra en la Sección 3.0.2.2. En un primer paso, se identificó
que el 2% de los datos conteńıan caracteres no numéricos, los cuales fueron reemplazados
por valores nulos. El total de datos nulos representó el 2.5% del conjunto, y se procedió a
sustituirlos utilizando el método de imputación por KNN. Para la normalización, se aplicó el
método de min-max, como se muestra en la Figura 3.1. En cuanto a la detección de valores
at́ıpicos se probaron dos tipos de detección de outliers detección por Rango Intercuartilico
y K-Means (contamination=0.01), finalmente se determino no eliminar los outliers por que
afectan a la distribución de los parámetros de aceite. Sin embargo, al observar que cada
parámetro presentaba valores que podŕıan considerarse at́ıpicos, y considerando la naturaleza
de los datos con una gran cantidad de valores extremos y una distribución no normal, se
optó por algoritmos alternativos robustos con alta tolerancia a conjuntos con variabilidad
elevada. Sección 3.0.2.2.

Se utilizo la Normal ASTM D7720 para utilizar el 6% sugerido por la norma como
heuristica sobre los modelo de machine learning Covarianza Robusta, Isolation Forest, SVM-
One Class, PCA-Anomaly Deteccion.

Para hallar el modelo que debe hallar anomaĺıas en parámetros indicadores directos de
fallas mecánicas(no aditivas) se entrenaron los modelos modelos Isolation Forest, SVM-One
Class y PCA-Anomaly Detection.

Los modelos presentan un rendimiento variable Tabla4.6, influenciados por el desba-
lance inherente en las clases y la variabilidad en las distribuciones de los parámetros entre
diferentes equipos y componentes. A pesar de estar diseñados para identificar desviaciones,
el desaf́ıo se amplifica cuando se trata de conjuntos de datos con una mayoŕıa de instancias
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normales, lo que puede conducir a una alta tasa de falsos positivos, como se evidencia en los
bajos valores de precisión para las clases anómalas en todos los modelos.

Dado que Covarianza Robusta ha obtenido las mejores métricas, por ello el modelo
Random Forest con las etiquetas por Covarianza Robusta muestra un desempeño excelente
en la clase normal. La precisión de 1 significa que todas las predicciones de la clase normal son
correctas, y el alto recall de 0.99 indica que casi todas las instancias normales son identificadas
correctamente. El F1-score de 0.99 refleja un equilibrio casi perfecto entre precisión y recall.
Para la clase anómala, el modelo también muestra un rendimiento robusto. La precisión
de 0.89 sugiere que la mayoŕıa de las predicciones de anomaĺıas son correctas, y el recall
de 0.93 indica que el modelo es capaz de identificar la mayoŕıa de las instancias anómalas.
El F1-score de 0.91 demuestra un buen balance entre precisión y recall en la detección
de anomaĺıas. El modelo Random Forest posee cierto grado de explicabilidad al ofrecer la
caracteŕıstica que mas influye en la clasificación de anomaĺıas 4.15, otro aporte de la tesis
es la aplicación de SHAP para medir la influencia de las caracteŕısticas en cada muestra
clasificada. Se corrigieron las muestras etiquetadas por los ingenieros de confiabilidad que
no teńıan un etiqueta de ’Critico’ o ’Seguimiento’ pese a que tienen una falla asociada con
respecto a la fecha.

Se entrenaron dos algoritmos Random Forest y Redes neuronales Artificales para
clasificar en las 3 clases correspondientes.

El modelo 2 con Random Forest es capaz de clasificar la condición de las muestras en
tres clases: ’Critico’,’Seguimiento’, ’Normal’. En la tabla 4.10 demuestra la alta precisión que
alcanza el modelo para cada clase. La curva de aprendizaje Figura 4.19 muestra cómo cam-
bian las puntuaciones de entrenamiento y validación a medida que se incrementa el número
de ejemplos de entrenamiento. La puntuación de entrenamiento comparada con la menor
puntuación de validación en los tamaños de entrenamiento más pequeños sugiere que el mo-
delo estaba inicialmente sobreajustado a los datos de entrenamiento.La estabilización de la
puntuación de validación cruzada en los tamaños de entrenamiento más grandes indica que el
modelo está alcanzando un punto donde añadir más datos de entrenamiento no proporciona
mejoras significativas en la precisión del modelo. El hecho de que las curvas de entrenamiento
y validación estén cerca una de la otra en los tamaños de conjunto de entrenamiento más
grandes sugiere que el conjunto de datos disponible es suficiente para el modelo.La arqui-
tectura de la red neuronal empleada para clasificar muestras también obtuvieron métricas
destacadas, consta de 4 capas con 20, 16, 5 y 3 neuronas en cada capa, logrando un Accuracy
del 73% Tabla 4.9. Es relevante tener en cuenta que se aplicó el método de sobremuestreo
para equilibrar el número de muestras en cada clase, lo que puede llevar al sobreajuste del
modelo. Se implementó la técnica de regularización para controlar este sobreajuste, pero el
modelo sigue siendo sensible a detectar fallas que aún no han ocurrido. Finalmente también
se utiliza SHAP para explicar la influencia de caracteŕısticas.

Finalmente para robustecer la metodoloǵıa de detección de anomaĺıas se utiliza ’Voto
Mayoritario’ para integrar ambos modelos, lográndose una precisión alt́ısima de 84% para el
conjunto de prueba con datos de 2024. Lo más importante es resaltar que el modelo identificó
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todos los casos verdaderos de .Anomaly”, sin pasar por alto ninguno.

94



Relevancia del Trabajo

Los modelos predictivos basados en técnicas de Machine Learning han sido imple-
mentados exitosamente en la unidad minera, y su impacto ha sido significativo en varios
aspectos clave. Entre los principales aportes de estos modelos destacan los siguientes:

Reducción en el tiempo de análisis de muestras: Uno de los efectos más notables ha sido
la disminución del tiempo necesario para el análisis y la revisión de muestras. Antes de
la implementación de los modelos, los expertos del área revisaban un promedio de 60
muestras diarias, dedicando aproximadamente 15 minutos por muestra. Sin embargo,
con la integración de los modelos, el número de muestras revisadas se ha reducido
a 24 por d́ıa, con un tiempo promedio de análisis de solo 5 minutos por muestra.
Esto ha resultado en una reducción del 48% en el tiempo total dedicado a esta tarea,
permitiendo a los expertos concentrarse en actividades de mayor valor agregado y
mejorando la eficiencia operativa del proceso de revisión.

Impulso a nuevos proyectos de Machine Learning: El éxito de estos modelos no solo ha
optimizado procesos actuales, sino que también ha generado un efecto multiplicador
dentro de la unidad minera. Gracias a los resultados positivos obtenidos y al buen
desempeño demostrado, se han anunciado y propuesto nuevos proyectos de Machine
Learning. Estas iniciativas buscan expandir el uso de tecnoloǵıas avanzadas en otras
áreas de la operación minera, fomentando una mayor innovación y eficiencia en la toma
de decisiones basada en datos.
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Recomendaciones

El análisis tribológico de aceites en maquinaria pesada, como las palas hidráulicas,
depende cŕıticamente de la calidad y diversidad del conjunto de datos utilizado para entrenar
modelos de Machine Learning. En la actualidad, los modelos pueden tener limitaciones en
términos de robustez y capacidad de generalización debido a la limitada variedad en el con-
junto de datos inicial. Se recomienda continuar el afinamiento de los modelos periódicamente

Expansión Cuantitativa de Datos: A medida del paso del tiempo se recomienda incre-
mentar el volumen de datos recolectados para incluir un mayor número de muestras de
aceite. Esto permitirá a los modelos de Machine Learning operar sobre un conjunto de
datos más representativo, mejorando la precisión y reduciendo el riesgo de sobreajuste.
Se considera la implementación de técnicas de recolección de datos automatizada para
aumentar la frecuencia y consistencia de las muestras.

Diversificación de Fuentes de Datos: Incorporar muestras de una gama más amplia de
equipos y de diferentes fabricantes. Esto ayudará a los modelos a capturar variaciones
espećıficas del equipo y a generalizar mejor a través de diferentes tipos de maquinaria.
Por ello, incluir datos de equipos en diversas etapas de su ciclo de vida, desde nuevos
hasta cerca del final de su vida útil, para entender mejor el espectro completo de
condiciones de aceite.

Integración de Datos en Tiempo Real: Se sugiere la incorporación de datos en tiempo
real para un monitoreo continuo, lo que puede mejorar la precisión en la predicción de
la vida útil y permitir intervenciones más oportunas.
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AUTORIZACIÓN DE USO DE DATOS 

 

Yo, Rosa Adelaida Silva Sosa, ingeniera en Minera las Bambas, certifico que he otorgado a 
Inés Katia Huamán Lima identificada con DNI: 71457734, los datos de aceites de motores 
recopilados desde el año 2014. 

Declaro que estos datos son verídicos, precisos y representan fielmente los análisis 
realizados en el contexto de la investigación para optar por el título de Ingeniero 
Informático y de Sistemas en la Universidad Nacional San Antonio Abad de Cusco. Estos 
datos fueron proporcionados a Inés Katia Huaman Lima con el fin de contribuir a su 
investigación de tesis titulada “OPTIMIZACIÓN DEL MANTENIMIENTO PREVENTIVO DE 
PALAS HIDRAULICAS CAT 6060 FS APLICANDO TECNICAS DE MACHINE LEARNING AL 
ANALISIS TRIBOLOGICO DE MOTORES”. Las condiciones de entrega de esta información 
son: No revelar la unidad minera dueña de los datos y ofuscación de  códigos de máquinas 
y modelos. 

Dicho otorgamiento de datos se realizó en un marco de confianza mutua y con el propósito 
de apoyar su trabajo investigativo, asegurando que la información recopilada será utilizada 
estrictamente para los fines académicos mencionados. 

 

Cusco, 21 de octubre de 2024. 

 

  

_______________________________   

Ing. Rosa A. Silva Sosa 

Ing. Innovación y Desarrollo 

Área de Ingeniería de Confiabilidad 

Minera Las Bambas 
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